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1. INTRODUCERE

Dynamic Light scattering (DLS) este o metodd experimentald inovatoare pentru
masurarea proprietatilor particulelor mici (in intervale de la 10-9 - 10-6 m) gasite Tn suspensii
si coloizi [1]. Metoda este utilizatd pentru a determina raza hidrodinamica a particulelor dar
poate fi utilizata si pentru determinarea vitezei de deplasare a particulelor sau analiza fluxului
in fluide.

Metoda presupune iluminarea unei probe de fluid care contine particule mici de interes cu
un fascicul monocromatic de lumina coerenta. Fiecare particuld absoarbe si re-emite lumina
actionand ca o sursa secundara de lumind. Pe masura ce particulele se misca termic, undele
luminoase secundare se suprapun si produc modele de interferenta. Imaginea de impréastiere
care se observa intr-un camp indepartat este de picatele in fierbere (engl. ”boiling speckles™).
Tehnica masoara variatia de intensitate a luminio la un punct fix. Masuraratoarea €
inregistrata intr-o serie de timp, serie care este folosita pentru a extrage parametrii particulelor
de interes.

In lucrarea de fatda vom fi in principal interesati in extragerea informatiei cu privire la
dimensiunea particulelor prin analiza seriilor de timp obtinute dintr-un experiment tipic DLS
folosind o procedura noua asistantd de o retea neuralad artificiala. Metoda pe care am
considerat-o de referintd pentru procesarea seriilor de timp DLS constd in fitarea formei
analitice a functiei Lorentz peste spectrul de frecventd al intensitatii luminii imprastiate
inregistrate. Am proiectat si testat un set de retele neurale artificiale. Datele de instruire a
retelei au constat dintr-un set mare de siruri de autocorelatii pentru serii de timp simulate
pentru particule sferice monodisperse cu diametru cuprins in intervalul 10-3000 pum. Precizia
retelelor neurale artificale a fost testata atat pe serii de timp simulate cat si pe serii de timp
experimentale inregistrate pe fluide care contin nanoparticule si microparticule. Vom prezenta
mai departe, pe scurt, un rezumat al ideilor si rezultatelor prezentate pe larg in teza asociata

acestui rezumat.
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Particulele, fie nanoparticule sau microparticule, atunci cand sunt suspendate Tntr-un fluid
purtator, au o miscare complexa constand atat in miscarea de sedimentare cét si in miscarea
aleatoare, browniana [17. 264]. Atunci cand o raza de lumina este incidenta pe un fluid care
contine particule in suspensie, fiecare particuld absoarbe lumina si devine o sursa secundara
avand loc fenomenul de imprastiere elastica a luminii. Vom numi aceste particule centre de
imprastiere (SC — scattering centers). In cazul in care fasciculul de lumina incident este
coerent, undele imprastiate vor fi coerente de asemenea, si, in consecintd, acestea vor
interfera. Consecinta miscarii complexe a centrilor de imprastiere este caracterul dinamic al
campului de interferenta, care apare ca ,,boiling speckles®. Mai multe articole descriu variatia
catorva parametri, cum ar fi intensitatea luminii sau dimensiunea de speckle, cu dimensiunea
si concentratia centrilor de imprastiere, referintele [264. 265. 266] fiind cateva dintre acestea.
Metoda care foloseste corelarea dinamicii intensitdtii luminii cu miscarea browniana se
numeste Photon Correlation Spectroscopy (PCS) sau Dynamic Light scattering (DLS) iar
baza teoretica a acestei metode este explicata in mai multe studii, cum ar fi [1], [7], [33],
[267], [268].

Tn perioada de pionierat a metodei DLS, au fost utilizate ca detectoare tuburile
fotomultiplicatoare (PMT). Acestea au un raspuns rapid, liniar intr-o gama largd, cu o
amplificare foarte buna si un puls ingust, in intervalul de nanosecunde [105]. Ulterior au fost
folosite fotodiode (PD) cu imbunatatirea numita fotodiode de avalansa (APD). Mai tarziu au
fost introduse diode P-I-N deoarece acestea imbunatatesc eficienta dispozitivului [105]. O alta
parte tipica a dispozitivului DLS a fost autocorrelatorul. Acesta continea hardware-ul pentru a

calcula in timp real autocorelatiea semnalului Tnregistrat.

VVVVV

poate fi utilizata astazi ca sursa de lumina coerenta. O fotodioda cu un sistem de achizitie de
date pot fi folosite pentru a inregistra seriile de timp DLS pe un PC care poate fi utilizat
pentru a procesa aceste serii de timp. Exemple de constructii experimentale simple dar
functionale pot sunt descrise in lucrdri cum ar fi [105] si [269], printre altele. Anumite
imbunatatiri se pot face Tn continuare in procesarea seriilor de timp, pentru a creste viteza
procesului de calcul si a reduce intensitatea calculului necesar, cu scopul de a transforma DLS
intr-o procedura de masurare a particulelor in timp real. Am considerat ca utilizarea retelelor

neurale artificiale poate fi o alternativa pentru a realiza acest scop.

O retea neurala artificiala (ANN) este o implementare pe un calculator a unui model

care imitd structura biologica a unui creier. O astfel de retea poate fi descrisa ca fiind un

VIl



obiect care are o iesire care depinde de un set de valori de intrare si care utilizeaza neuroni
artificiali, pentru a procesa informatia pe baza unor asa-numite functii de transfer. Neuronii
artificiali sunt interconectati iar conexiunile sunt descrise folosind ponderi. Aceste
interconexiuni complexe permit codului retelei sa ,invete”, sau sd actualizeze iterativ
ponderile folosind un set mare de valori de intrare intr-o astfel incat sa poata calcula iesirile
de dorit.

Odata ce o retea este pregatitd, se pot efectua diferite sarcini care emuleaza actiuni
inteligente. Una dintre aceste actiuni poate fi accea de a calcula valoarea unei functii care are
o forma analitica necunoscuta, bazata pe pregatirea unei retele cu seturi de date de intrare, cu
iesire cunoscutd. Recunoasterea unor modele, cum ar fi fete sau clasificarea obiectelor,
procesarea imaginilor, filtrarea sunetului, rezolvarea problemelor de regresie, sunt alte cateva
exemple in care retelele neurale artificiale sunt utilizate cu succes. Limitele Tn utilizarea
retelelor neurale artificiale sunt impuse doar de imaginatie si de abilitatile in reprezentarea
corectd a problemei, in limitele teoremei de aproximare universalaa [172. 173. 174]. Acest
lucru inseamna cel mai des selectarea corecta a tipului de retea, a algoritmului de formare
precum si selectia setului de date pentru instruirea retelei. Conceptul de retea neurald

artificiald nu este nou, fiind explicat in detaliu in carti cum ar fi [178] si [270].
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Figura 1. Exemplu de dispozitiv DLS experimental
etele

le

neurale artificiale au fost luate Tn considerare anterior pentru prelucrarea datelor in fizica si in
special, in optica. Referinta [271] contine un studiu privind utilizarea semndturii luminii
polarizate sub forma unei matrici Mueller ca intrare pentru o retea. O retea neurala artificiala

a fost folosita cu succes pentru a detecta aminoacizi si alti compusi organici solizi. Referinta
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[272] prezinta un studiu privind utilizarea unei retele artificiale neurale pentru a evalua
dimensiunea si dependinta de unghiul de Imprastiere a indicelui de refractie in masurdtori de
imprastiere a luminii. Referinta [273] prezinta o procedura pentru masurarea razei particulelor
sferice folosind distributia unghiulard a luminii dispersate si O retea neurald artificiala cu 3
straturi. Tn [274] autorii prezintid o retea neurald artificiald instruiti pentru recunoasterea
modelelor intr-un citometru de flux, impreuna cu rezultatele in identificarea prezentei fibrelor
periculoase, cum ar fi azbestul, in aer. Referinta [275] prezinta rezultatele privind evaluarea
dimensiunii si a indicelui de refractie al particulelor in suspensie din masuratori de difuzie a

luminii dependente de unghi folosind o retea neurala articiald bazata pe o functie radiala.

Studiul nostru ar trebui sa fie privit ca fiind un pas Tnainte spre proiectarea unui
dispozitiv miniaturizat independent DLS pentru evaluarea dimensiunilor particular, dispozitiv

care utilizeaza o platforma de calcul foarte usoara, Tn locul unui PC sau un laptop.

Montajul experimental utilizat pentru testarea algoritmului propus, prezentat in Figura 1
consta dintr-un laser He-Ne, cu o putere de 10 mW, care lucreaza in regim continuu, un tub de
sticla circular de 5 ml pentru proba, un detector, un preamplificator cu un raspuns liniar in

gama de frecvente audio si un PC.

2. FUNDAMENTELE TEORETICE ALE
iMPRASTIERII DINAMICE A LUMINII (DLS)

Datoritd miscarii browniene, particulele din proba supusa masuratorii sunt in mod
constant intr-o rotatie si translatie, ceea ce creeaza fluctuatii ale constantei dielectrice a
mediului. Particulele in suspensie pot fi privite ca surse de lumind secundare. Daca lumina
incidenta este coerenta, undele de lumina secundare emise de aceste surse sunt si ele coerente,
prin urmare ele interfereaza, atat in mod constructiv cat si distructiv, ceea ce duce la o
aspectul campului de interferentd de ,boiling speckles”. Fluctuatia intensitatii luminii
dispersate intr-un punct este rezultatul schimbarii in faza a luminii dispersate. Cu céat
particulele se miscad mai repede in fluid, cu atat fluctuatiile intensitatii masurate sunt mai
rapide. De asemenea, observam intuitiv, ca din cauza miscarii browniene particulele mai mici
se miscd mai repede decat particulele mai mari. Acestu lucru se poate observa si studiind

relatia Einstein-Stokes [1].
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In (1) D este coeficientul de difuzie care indica cat de repede difuzeaza particulele, kg este
constanta lui Boltzmann, n coeficientul de viscozitate dinamica a solventului, T temperatura

esantionului si d diametrul hidrodinamic al particulei.

Abordarea pe care ne vom baza ca si cadru si de la care vom porni dezvoltarea noastra
ulterioara este descrisda in detaliu in [1], [6], [104], [105]. Mectoda utilizeaza serii de timp
inregistrate pentru imprastierea dinamica a luminii masurate cu un sistem de achizitie de date,
lar apoi calculeaza densitatea spectrala de putere care reprezinta spectrul de frecventa al seriei
de timp a intensitatii inregistrate experimental pentru luminii dispersate. Densitatea spectrala
de putere este apoi fitata folosind functia Lorentz descrisa de ecuatia (2), utilizand o
procedurd de minimizare neliniara de tip cele mai mici patrate, determindnd parametrii

potriviti ai functiei.

SU) = ag—2— @

0 @nf)2+a?

In aceasta expresie, f reprezinta frecventa spectrului iar ao si a; parametri. Parametrul ag
scaleaza forma functiei pentru a ajunge la valoarea initiala. Parametrul a; este direct legat de

marimea particulelor, conform ecuatiei (3).

__ 2mkpTq?
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In aceastd ecuatie (3), variabilele au urmitoarele semnificatii: kg — constanta lui
Boltzmann, # - coeficientul de viscozitate dinamica a solventului, T - temperatura

esantionului, q - modulul vectorului de imprastiere, asa cum este descris de ecuatia (4).
atn ., (6
q="Fsin(3) @

In ecuatia (4), n este indicele de refractie al solventului, A este lungimea de undi a

luminii laser in vid si 6 este unghiul de Tmprastiere. Procedura implica gasirea celor doi
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Figura 2. Diagrama procedurii de referinta DLS



parametri si apoi, pe baza parametrului a;, estimarea dimensiunii medii a particulei, folosind
ecuatia (3). Aceasta metoda a fost considerate de noi ca metoda de referinta pentru evaluarea
diametrelor DLS, numite mai departe diametre DLS de referinta. Figura 2 ilustreaza diagrama

procedurii DLS de referinta.

Abordarea propusa de noi presupune in prim pas inlocuirea calculului spectrului de
putere cu calculul autocorelarii seriei de timp pentru intensitatea luminii in locul. Metoda
propusd Se bazeaza pe inregistrarea intensitatii luminii imprastiate 1(6,t), calcularea
autocorelarii pentru seriile de timp inregistrate si apoi, folosind o metoda numerica neliniara
prin cele mai mici patrate, determinarea coeficientului de difuzie si, prin urmare, diametrul

mediu hidrodinamic al particulelor.

Vom descrie mai departe pes curt cateva elemente ale calculului autocoreldrii seriei de
timp. Atunci cand comparam intensitatea luminii imprastiate la doud momente diferite,
separate in timp prin t, valorile vor fi cel mai probabil diferite si necorelate. In cazul in care
timpul t este comparabil cu timpul caracteristic al fluctuatiilor cele doud valori vor fi destul
de asemanatoare si cel mai probabil corelate. Cu cresterea valorii timpului de la zero la infinit
corelatia evolueaza de la perfect corelate la deloc corelate. Fluctuatiile Tn intensitate sunt
legate de marimea particulelor. Particulele mai mici genereazd fluctuatii rapide, functia de

autocorelatie scazand mai repede decét pentru particule mai mari.

Pentru o relatie cantitativa existd diferite moduri de a extrage aceste informatii din
seriile de timp. Metoda pe care o vom considera ca referintd utilizeaza functia de corelare de

timp pentru intensitate, definita ca:

- - - . T - -
GD(G,7) = (G OI(G,t + 7)) = limyoo~ [ (G, DIs(§, T)dt (5)

Dupa cum se poate vedea in definitia functiei de autocorelatie, intensitatea luminii la
momentul t, este comparata cu acelasi semnal, dar intarziat cu timpul 1, pentru toate valorile
timpului, variind de la 0 la infinit. La momentul zero, semnalul este perfect

corelat:I;(q, t)I;(q, t + 1)

limo(15(q, 0)15(q, 1)) = (I3 () (6)

La un timp de intarziere mult mai mare decat timpul characteristic al fluctuatiilor,

T > T, semnalul nu mai este corelat deloc

lim; o (I5(4, 0)15(4, ) = (I5(§))* (1)
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Aceasta inseamna ca autocorelatiea scade de la valoarea-medie patratica a intensitatii

la patratul mediei.
Din motive practice am utilizat functia de autocorelatie normalizata:

(s @O GD) (®)

@) _
97 == a5

O functie similara de autocorelatie poate fi calculatd pentru campul electric

(1) _ (Es(4,0)Es(q,D))
9@ == F Gy ©)
Cele doua functii de autocorelatie sunt conectate prin relatia Siegert [278], care, Tn

forma sa cea mai generala poate fi exprimata ca:

9P 1) =4(1+[g®(q.0]) (10)

Factorul B este un factor care descrie decoerenta spatiald a luminii dispersate peste un
detector, determinata de raportul: zona speckle-ului - zona detector, si avand valori intre 0 si
1. A determina linia de bazi a functiei. In cazul in care suprafata detectorului este egald cu cea

a speckle-ului, factorul de decoerenta spatial este exact 1.

Pentru a conecta functiile de autocorelatic definite mai sus cu dimensiunea
particulelor, trebuie sa luam n considerare atét viscozitatea solventului si temperatura, cat si
coeficientul de difuzie, D, care descrie miscarea browniana a particulelor. Pentru un sistem
polidispers de particule, si avand in vedere cele de mai sus, autocorelatieca campului electric

poate fi modelata ca o distributie de exponentiale
gV @ = [ G(e dr (11)

Unde G(I') distributia normalizatd a exponentialelor iar I' = g?D, cu q vectorul de
imprastiere si D coeficientul de difuzie. Aceastd ultimd ecuatie poate fi de asemenea

exprimatd ca o suma de exponentiale, pentru o distributie discontinua, ca in ecuatia (12):
gV (@) = Tpiy Ane™ " (12)

Pentru sistemele monodisperse adevérate autocorelatiea cdmpului electric se reduce la

o0 singura exponentiala:

gV @ =" (13)
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In ecuatia (12) coeficientii A, descriu contributiile particulelor cu coeficienti de
difuzie diferiti, deci particule de dimensiuni diferite, la rata globald de descompunere a

functiei de autocorelatie,:

Iy
Don = ; (14)

Cum ceea ce masuram este intensitatea luminii dispersate si nu campul electric ne vom

intoarce la functia de autocorelatic a intensitatii, integrand toate informatiile de mai sus.

Aceasta poate fi exprimata ca:
g@ () =1+ I, ae i’ (15)
Sau
gD =1+ [ A(D)e™PtdD (16)
Pentru solutii monodisperse, functia de autocorelatie poate fi scrisa ca
9P =1+ peP0" (17)

Putem extinde procedura de normalizare prin scaderea 1 din partea dreapta a ecuatiei

(17), pentru a simplifica forma.

Problema evaluarii diametrelor particulelor poate fi redusa la gasirea parametrilor
functiei de autocorelatie, mai precis coeficientul de difuzie D, care poate dezvalui apoi
diametrele particulelor prin relatia Einstein-Stokes. Acest lucru se poate face printr-o
procedura de fitare prin minimizare neliniara prin cele mai mici patrate, insa aceasta varianta

nu face obiectul acestei lucrari.

Abordarea propusa de noi se bazeazd pe o metoda numerica mult mai rapida, care
utilizeazd o retea neurald artificiala. Reteaua are ca intrare functia de autocorelatie
normalizata a semnalului de intensitate a luminii si ofera ca iesire direct diametrul mediu al

particulelor, intr-un singur pas.

Figura 3 prezinta o imagine de ansamblu a procedurii. Fitarea numerica si calculele post-
procesare au fost complet indepartate si inlocuite cu 0 retea neurala articiald care inlocuieste
practice toate aceste actiuni printr-un singur pas. Unul dintre principalele motive pentru care
am folosit aceasta abordare este pentru a putea miniaturiza sistemul de calcul utilizat. Vom
descrie pe scurt care sunt motivele pentru care abordarea propusa permite miniaturizarea mai

bine decat metoda de referintd. Metoda clasicd de referintd necesitd fitare numerica.
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Experienta a aratat cd metoda are nevoie de interventie umana, pentru a regla parametrii de

fitare, prin urmare, nu este complet automatizata.

De asemenea, metoda de referinta are nevoie de un timp semnificativ de calcul. Fitarea in
sine genereaza o multime de operatiuni cu virguld mobila si, si mai important, fitarea este
necesara de fiecare data cand se evalueaza un diametru. Din aceste motive, metoda clasica
necesita o platforma de calcul care are suficienta putere si memorie, de obicei un PC. Metoda
asistata de o retea neurala articialp necesitd intr-adevar instruirea retelei, etapa care implicd de
asemenea un numdr mare de operatii de calcul dar acest lucru se face doar o singurad data. De
indata ce reteaua ajunge la nivelul de maturitate necesar, ca urmare a instruirii, aceasta poate

fi exportatda intr-o platforma de calcul mai slaba, fapte deosebit de important pentru

Sample of Dynamic Light Scattering
Interest

Time Series
(Stochastic)

Time Series Analysis

Particle Size Neural Network Autocorrelation
Information Pattern Recognition Function

Average
Particle Size

Figura 3. Procedurii DLS asistata de o retea neurali artificiala
miniaturizare.

Metoda asistatd de o retea neurald artificala are ca fundament teorema aproximatiei
universale [172], [173], [174]. Aceasta teorema afirma ca o retea de tip feed-forward cu un
strat ascuns de dimensiuni finite poate aproxima functii continue pe subseturi compacte ale
R". Daci ¢ este o functie monotona marginiti non-constanti continud, Iy, hipercubul unitate in
m dimensiuni si C(ly) spatiul functiilor continue pe Im atunci, pentru orice &> 0 si orice
functie, exista un numar intreg N, constantele v;, b; € R si vectorii w; € R™, cu i=1,...,N,

astfel incét functia

F(0) = XL vipw{ + b)) (18)
este 0 aproximare a functiei f, unde f este independenta de ¢, sau

|F(x) = f()l <e (19)
XIV



pentru toti x € I,,,. Acest lucru este valabil, de asemenea, atunci cand I, este inlocuit cu orice

submultime compacti sau R".

Aceasta inseamna ca o retea de tipul descris poate functiona ca un aproximator
universal. Cybenko [172] a demonstrat ca aceasta teorema este valabild pentru functiile de
activare sigmoide iar Hornik [173] a aratat ca puterea de aproximare a retelei nu este legata de
functia de activare ci de arhitectura sa, ceea ce a reprezentat de fapt o generalizare a teoremei

de la functiile de activare sigmoide la orice functii de activare.
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3. DEZVOLTAREA UNUI SISTEM DE ACHIZITIE DE DATE
PENTRU MASURATORI DLS

Problema determinarii dimensiunii particulelor poate fi privitd ca fiind echivalentda cu

gasirea corespondentei intre multimea functiilor de autocorelatie si cea a diametrelor

- Record Time Series for Testing Generate Time Series for Training

Estimate Particle Size with

F - W —
Lorenzian Least Squares Fitting Series Matrix

! [/Repeat
Training if
I ecessary
1
H

ey Validate / Test the Neural Network L

Validate the Neural Network

- N
Exported Neural Network:

+  Weights Matrix
+ Biases Matrix

1

Recorded Time
Series Matrix

Figura 4. Procedura folositi la generarea retelelor neurale artificale

hidrodinamice medii ale particulelor in suspensie. Acest lucru este oarecum similar cu fitarea
unei functii matematice. Am emis ipoteza ca aceastd problem poate fi rezolvata cu o retea
avand o arhitectura, functii de transfer si vectori de intrare si de instruire alese corespunzator.
Pentru orice problemd care poate fi rezolvata cu 0 astfel de retea reprezentarea corectd a

problemei in spatiul retelei neurale artificiale este deosebit de importanta.

Dupa cum am mentionat pe scurt, o retea neurala artificiala se bazeaza pe un numar de
unitati interconectate numite neuroni artificiali, unitati structurate intr-o anumita arhitectura,
de obicei in straturi. Acesti neuroni artificiali sunt capabili sa comunice cu alti neuroni
artificiali din cadrul retelei. O retea are in general mai multe componente-cheie care,
impreuna cu structura sa, definesc arhitectura retelei: un set de unitati elementare numite
neuroni, conexiuni intre unitati definite de ponderi de conectare precum si un set de functii de
prelucrare a datelor. Aceste functii pot fi: o functie de propagare, o functie de activare si o
functie de iesire. De asemenea, strategia de invatare este inclusa Tn arhitectura retelei,

strategie care adapteaza reteaua adecvat la problema de rezolvat.
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Pentru gasirea unei retele optime pentru problema descrisa am folosit un algoritm care

Select the Time Series Set

Physical Parameters:
Particle Size Range (hm)
Step Size (nm)
Temperature (C)
Medium:

Refractive Index
Viscosity
Light Wavelength (nm)

For each particle size
in the particle size
Sampling Frequency (Hz} range generate N
Time Series Duration (s) e eertes vk e
configured Noise
injected

Time Series Matrix

Select the Time Series Set
Configuration:
Sampling Frequency (Hz)
Time Series Duration (s)

Number of Time Series / Size
Type of Noise Injected

Figura 5. Procedura de generare a matricilor de serii de timp folosind metoda functiilor armonice

automatizeaza procesul, prezentat in Figura 4.

Setul de date de autocorelatie utilizate Tn instruirea retelei fost calculat pe serii de timp
simulate care au avut injectate atat un zgomot de 50 Hz si armonicile acestei frecvente precum
si un zgomot aleator. Algoritmul folosit in generarea seriilor de timp DLS, cu zgomot,
prezentat in Figura 5, reprezinta si el o abordare noua fiind descris in detaliu in teza asociata
acestui rezumat. Acest algoritm reprezintd o procedura simpla care utilizeaza functii
deterministice (functii armonice) pentru a produce serii de timp caracteristice pentru un

sistem stocastic.

Vom prezenta mai departe pes curt cateva detalii de constructie ale unui dispozitiv DLS
minaturizat, asistat de o retea neurala artificiald. Figura 6 prezinta arhitectura abstracta a

dispozitivului mentionat miniaturizat.

Urmatoarele module sunt considerate ca fiind parti ale sistemului:
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Module < Machine

Interface
Electrical
Physical Signal
Signal

XVl I Data
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(Sample)

2.n3}u0)/|01u0)

Digital
Time

Series
L

Figura 6. Arhitectura abstracti a dispozitivului DLS
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- Modulul senzor. Acest modul are rolul de a transforma intensitatea
luminii intr-un semnal electric stabil si precis, in intervalele de tensiune
cerute de modul urmator.

- Modulul de achizitie de date. Acest modul are rolul de prelevare de probe
si digitizarea semnalul electric care vine de la modulul de senzor.

- Modulul de calcul. Acest modul are ca date de intrare seriile de timp
digitale si efectueaza toate operatiile matematice necesare pentru a obtine o
estimare a dimensiunii particulelor.

- Interfata utilizator-masina. Acest modul permite utilizatorului sa
configureze sistemul precum si sa urmareasca rezultatele estimarii oferite
de modulul de calcul.

Chiar daca modulul senzor si modulul de achizitie de date sunt independente, ele vor
lucra impreuna in ceea ce a fost numit modulul de digitizare. De asemenea, modulul de calcul
si interfata om-masina nu sunt neaparat un singur modul insa ele lucreaza impreuna intr-un

modul numit modul utilizator-masina-calcul.

Pentru a trece de la arhitectura abstracta la o imagine mai practica a dispozitivului vom
descrie cele necesare pentru ca dispozitivul sd functioneze corect.

In paragrafele urmatoare vom expune 0 scurta descriere a fiecarui modul.

Modulul senzor este responsabil pentru transformarea semnalului de intensitate a
luminii Tntr-un semnal electric. Iesirea acestuia este o tensiune analogica. Acest modul face un
pic mai mult decat o masuratoare. Modulul consta dintr-o dioda laser, un fotorezistor, un
amplificator si o cuva pentru proba. Dioda laser, datoritd obiectivului de a avea intregul
dispozitiv miniaturizat, este foarte mica, fiind similara cu o dioda laser pointer. Intreagul
modul trebuie sa fie plasat intr-o camera intunecata, cu pereti de culoare neagra.

Modulul sensor-sistem de achizitie de date trebuie sa fie construit intr-un mod care sa
permitd o flexibilitate maxima a dispozitivului. Datoritd modelelor de interactiune complexe
ale parametrilor, dupa cum putem vedea in analiza prezentata in detaliu in aceasta lucrare,
sistemul trebuie sa fie proiectat intr-un mod care sa permita sistemului sa fie adaptabil la
diferite tipuri de conditii. Am implementat doua straturi de conditionare a semnalului, unul in
hardware-ul sistemului, implementat in modulul senzor, si unul in software, pentru

conditionarea seriilor de timp, dupa cum vom vedea n detaliu mai tarziu.
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Modulul senzor are 4 unitati de detectie, plasate la unghiuri diferite si controlabile de la
unitatea de comanda a modulului de achizitie. Modulul senzor are, de asemenea, un laser si o
cuva pentru proba. Geometria unitatii de detectare este rezultatul investigatiilor effectuate si

descrise in detaliu 1n aceasta lucrare.Figura 7 prezinta schematic conceptul intregii unitati de

Discretization Module

Sensor 3
Angle: 90°
Sensor 2 |
/ Sensord  Sensor 1A |
LASER '/ Angle: 170°
LU Data Acquisition Data
Control Unit Transfer
Tem[;erature
Sensor
Control L.—/
Sensor Module Data Acquisition Module

Figura 7. Schema conceptului pentru modululele senzor, respectiv achizitie de date
discretizare, senzor + achizitie de date.

Datorita faptului ca temperatura joaca un rol major, influentand atat intensitatea luminii
imprastiate cat si frecventa de roll-off, am decis sa proiectam sistemul astfel incat sa existe, de
asemenea, un senzor de temperatura. Senzorul poate oferi informatie asupra temperaturii din
camera intunecata. Citirea temperaturii Se poate face la cerere de catre modulul de calcul.
Modulul de calcul poate utiliza aceasta valoare pentru a efectua unele corectii asupra valorilor

estimate pentru dimensiunea particulelor

Camera in care este plasata proba trebuie sa fie complet inchisa pentru a evita orice
zgomot generat de lumina mediului. In plus, peretii camerei trebuie s fie vopsiti intr-0

culoare care absoarbe lumina, astfel incét sa nu existe reflexii parazite.

Algoritmul de calcul al modulului va decide care e senzorul optim de citire in functie de
mai multi factori. In cazul in care prima citire releva o intensitate prea mica a luminii,
sistemul va citi un sensor la un unghi mai mic. Toate deciziile sunt luate la nivelul platformei

de calcul. Platforma de achizitie de date ofera functionalitatea software-ului de a citi un
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senzor selectabil pentru lungimea seriei si o frecventa configurabile. Ceea ce este important

este ca semnalul sa reprezinte cu mare precizie fluctuatiile de lumina care rezulta.

Intrarea pentru modulul de conversie analog-digital este semnalul analogic de tensiune.
Folosind un convertor analog-digital acest modul genereaza o serie de numere. Aceste numere
sunt stocate in memoria dispozitivului sau pot fi transferate spre modulul de calcul. Pentru
acest modul exista diverse optiuni posibile: integrarea de pe piata a unui modul de achizitie a
datelor, implementarea unui modul propriu de achizitie de date sau adaptarea unui sistem
existent pentru a lucra ca un modul de achizitie a datelor. Am investigat caracteristicile unui
modul de achizitie de date si am analizat in detaliu optiunea de a implementa un astfel de
sistem de date propriu.

Modulul de calcul proceseazd seriile de timp digitale, realizeazd diverse operatii
matematice si computationale si oferd informatii despre dimensiunile particulelor. Modulul de
calcul controleaza, de asemenea, sistemul de achizitie de date. Si aici avem mai multe optiuni.
Am investigat si pus 1n aplicare urmatoarele optiuni:

e o implementare Matlab a unui modul de calcul, care ruleaza pe un PC,

e o implementare Java care ruleaza pe un dispozitiv Android (smartphone, tabletd),

e o implementare Python care ruleaza pe o micad platformd de calcul Linux (de
exemplu, un Raspberry Pi cu ecran sau fara)

e 0 implementare javascript + html care ruleaza intr-un browser, pe un PC sau pe un

smartphone, sau orice alt dispozitiv cu acces la un browser.
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4. DEZVOLTAREA ALGORITMULUI PENTRU PROCESAREA
DLS

Algoritmul propus de noi permite o mare flexibilitate, ceea ce n final conduce la o portabilitate

maxima a acestei solutii.
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Figura 8. Abordarea DLS asistata de o retea neuronala artificala

Nucleul modulului de calcul este algoritmul asistat de o retea neurald artificiala,
algoritm care va fi folosit intens de catre utilizatorul final. Ca intrare pentru retea avem o serie
de timp. Aceasta, pe baza ponderilor, functiilor de transfer si a arhitecturii sale, va oferi ca
iesire dimensiunea estimata a particulelor. Figura 8 prezinta o imagine de ansamblu a
algoritmului de estimare. Tntr-o prima etapa este calculatia numeric functia de autocorelatie cu
un numar preselectat de intarzieri. Apoi, fiecare dintre valorile din sirul de autocorelatie
obtinut este trimisa catre un neuron din stratul de intrare: prima valoare la primul neuron, a
doua la al doilea si asa mai departe, dar de fiecare data aceeasi ordine de intarziere la acelasi
neuron. Reteaua neurald artificiald va oferi ca iesire diametrul mediu hidrodinamic estimat al
particulelor.

Acest algoritm este implementata Tn dispozitivul minaturizat in modulul de calcul,
impreund cu o parte de suport care are scopul de a gestiona sistemul de achizitie de date.
Aceasta parte de suport si de management de achizitie oferd functionalitatea de conditionare a
semnalului seriei de timp oferit ca intrare in reteaua neurald, dar, de asemenea, gestioneaza in
mod dinamic comportamentul sistemului de achizitie de date. Ideea principala a acestei parti

de suport este de a furniza citiri corecte precum si serii de timp pregatite Tn mod
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corespunzator pentru reteaua neurala artificiala. Pentru ca dorim masuratori ale unei game
largi de tipuri de particule aflate atat in aer cat si in apa, si pentru ca lumina imprastiata
variaza foarte mult in caracteristici in aceste intervale tinta, atat in intensitate cat si in spectrul

de frecventd, trebuie sa reducem variatiile pentru seturi diferite la intrarea retelei. De

_______________________ User Selection of the Medium and
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Read the Temperature of the ________i'
Sample

@ Sample Temperature
Record a Time Series at a
Predefined Angle

Perform a First Estimation to

Determine Roughly the Interval of

the Size

PR——

Perform a Second Estimationto i ————. Rough Particle Si
Determine the Precise Size =Ll e

Particle Size

Figura 9. Algoritumul de gestionare a achizitiei de date

asemenea, pentru anumite combinatii de dimensiuni medii de particule trebuie sa utilizam
unghiuri de masurare diferite. De exemplu, masuratorile pentru particule aflate in lichid, la un
unghi mai mic de 30 de grade, cand lumina sursa este de 633 nm, nu sunt posibile, Tn timp ce
pe de alta parte pentru particule aflate n aer, avem nevoie de unghiuri mai mici de 30 de
grade pentru a masura particule cu acelasi tip de lumina. De asemenea, chiar si pentru acelasi
mediu, ar putea fi avantajos sa selectam un unghi mai mic sau mai mare in functie de
intervalul de dimensiune in care se afla particulele masurate. Cand avem un unghi mic
intensitatile sunt mai mari, permitind masuararea luminii imprastiate de particule mai mici,
dar pentru particule in apa, de exemplu, avem si frecventele din spectru mai apropiate una de
alta pentru dimensiuni diferite, ceea ce face sa fie mai greu de deosebit valoarea dimensiuni
pentru particule de marimi apropiate. Si mai mult, putem implementa un mecanism de
plauzibilitate prin masurarea la 2 unghiuri diferite, in acelasi timp, si transmiterea datelor
catre doua retele paralele, efectuand verificarea incrucisata a raspunsului pentru a constata

daca raspunsul este corect.

Acesta este motivul pentru care am proiectat modulul de senzor cu 4 senzori, cee ce duce

la nevoia de a pune in aplicare o strategie inteligenta pentru citirea acestora, astfel incat sa
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putem obtine precizia maxima a retelei neurale artificiale. Algoritmului de control este
implementat dupa cum urmeaza. In primul rand utilizatorul selecteaza un mediu, apa sau aer,
apoi solicita o masuratoare prin intermediul interfetei. Modulul de calcul va solicita o citire a
temperaturii si va stoca valoarea primitad pentru o utilizare ulterioard. Apoi, modulul de calcul
va solicita o inregistrare a seriei de timp de la unul dintre senzorii. Selectia senzorului si prin
urmare a unghiului de masurare este legata de selectia mediului. Aceasta prima citire a
senzorului are scopul de a oferi date pentru ca sistemul sa evalueze aproximativ in care o
parte a intervalului de marime se afla dimensiunea particulelor. Cu aceasta serie de timp o
primd retea neurala artificialda, diferitd pentru diferite medii, va estima dimensiunea

aproximativa. Citirea temperaturii poate de asemenea fi folosita ca intrare.

In functie de plasarea marimii particulelor in intervalul de functionare, modulul de calcul
va solicita o citire suplimentara a unei serii de timp pentru o determinare mai precisa. Din
nou, va fi selectat unghiul cel mai potrivit in functie de dimensiunea medie a particulelor in
intervalul de functionare. Seriile de timp inregistrate vor fi procesate cu o altd retea neurala,
specializata pentru acel unghi si interval. Pentru 0 mai buna precizie am putea avea zeci de
retele neurale implementate. De exemplu pentru o gama de dimensiuni de 1-1000 nm am
putea avea 10 retele neurale pentru fiecare unghi, fiecare dintre ele pentru o gama diferita: 1-
100, 100-200, 900-1000 nm. Acest lucru ar permite o determinare mai precisa CU reteaua care
este specializatd pentru aceste conditii. Reteaua neurald artificiald generald e pregatita pentru

intreaga gama de dimensiuni si functioneaza ca un prim evaluator grosier.

Interfata om-masina depinde de alegerea modulului de calcul. Acesta poate fi interfata
standard de Matlab (pentru punerea in aplicare Matlab a platformei de calcul) sau poate fi o
aplicatie Android, o pagina web sau o interfata cu touchscreen (pentru platforma de calcul
independenta Raspberry Pi).

Solutia propusa poate rula in urmatoarele variante:

- Un PC care ruleaza Matlab, cu o placa de sunet (sau o placa de sunet USB)
utilizata ca modul de achizitie a datelor si cu modulul senzor conectat la
aceasta

- Un PC care ruleaza Matlab, cu senzor conectat la propriul sistem de
achizitie de date conectat la portul USB al PC-ului

- Un dispozitiv mic, de sine stdtitor, cu touchscreen, care contine toate

modulele intr-un singur
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- Un dispozitiv mic, independent, pentru colectarea si stocarea datelor, care
poate fi ulterior conectat la portul USB al PC-ului pentru descarcarea de
date si analiza

- Sistemul de achizitie de date conectat la portul USB al PC-ului pentru
calcul intr-o pagina web

- Senzorul si sistemul de achizitie de date conectate prin bluetooth fie la un
smartphone, tabletd sau PC, fiecare cu o aplicatie ce permite calculul

rezultatelor.

5. REZULTATE PRELIMINARE SI TESTE

Am efectuat o analiza detaliata privind modul in care ar trebui sa fie proiectat si construit

modulul de achizitie de date precum si platforma de calcul. Ca rezultat al acestei analize

putem concluziona cd, din punctul de vedere al intensitatatii luminii imprastiate, putem

masura particule in intervalul 5-1500 nm, cu o configuratie adecvata a sistemului. Din lista de

parametri care afecteazd intensitatea luminii imprastiate putem controla: unghiul de

imprastiere, intensitatea luminii, lungimea de unda a luminii sursa, distanta dintre senzor si

volumul de imprastiere, si, uneori, putem controla concentratia probei. O problema majora

specifica unui sistem miniaturizat este de a detecta micile variatii de intensitate pentru

intervalul de dimensiuni ales. Pentru a rezolva aceasta problema putem apela la urmatoarele

solutii:

Folosirea unui unghi de imprastiere mic. Aceastd solutie este utila dacd ne
intereseazd doar intensitatea luminii insd trebuie sa fim atenti si la influenta
unghiului de imprastiere asupra frecventei de roll-off in spectru, dupa cum se vede
in analiza detaliata din teza. Pentru particule in apa, un unghi de imprastiere mic

nu este optim in toate situatiile.
Folosirea unei distante mici ntre senzor $i proba.

Cresterea intensitatii luminii initiale prin utilizarea unui laser de mare putere:
aceasta ar trebui sa fie, de asemenea, utilizat cu grija, deoarece puterea laserului
afecteaza in mod direct temperatura probei. Cu céat puterea laserului e mai mare, cu
atat mai mare e cresterea temperaturii induse in proba. Temperatura, asa cum am
vazut, afecteazd att intensitatea luminii prin indicele de refractie, cat si frecventa

de roll-off, ceea ce va conduce la masuritori foarte imprecise. In mod ideal, laserul
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ar trebui sa fie de putere cat mai mica, astfel incat efectele de incalzire sa fie
reduse la minimum. Problema studierii efectelor termice ale laserului asupra
solutiilor de nanoparticule a fost deja abordata in mai multe lucrari, cum ar fi [148]

[149] [150] [151] si nu a reprezentat subiectul de studiu al acestei lucrari.

e Folosirea unei lungimi de undd mica a luminii: acest parametru afecteaza de
asemenea frecventa de roll-off. Cu toate acestea acest parametru nu va fi reglabil
in sistemul final pentru ca aceasta ar insemna sa avem mai multe tipuri de laser,

ceea ce este impractic pentru un dispozitiv care se doreste a fi relativ ieftin.

e Cresterea concentratiei particulelor: in functie de conditiile de masuratoare uneori
poate fi posibil sa ajustim concentratia insd deseori acest lucru nu e posibil. De
exemplu, pentru masuratori in timp real pe teren, pentru particulele din aer, va fi
dificil sa se adapteze concentratia. De cele mai multe ori singura optiune e
scaderea concentratiei prin diluare.

e O idee suplimentard pentru a mari intervalul de dimensiune este de a utiliza un
senzor analogic si a amplifica semnalul de la senzor cu un amplificator performant.
Desigur, acest lucru poate functiona numai daca senzorul este inca In masura sa

detecteze variatii mici de lumina.

Nici una dintre aceste reguli pot fi insa aplicate fara o mare atentie, pentru ca, asa cum
putem vedea la analiza detaliata a dependentelor intre parametri, acestia au o influentd asupra
altor parametri cheie si nu doar asupra intensitatatii luminii imprastiate. Chiar si influenta

asupra intensitatii luminii imprastiate este destul de complexa.

Am constatat ca este realist s3 ne propunem urmadtoarele limite pentru propriul nostru

sistem proiectat:

e Mediu: aer. Interval: 5-1000 nm

e Mediu: apa. Interval: 50 - 1500 nm

Pentru a realiza intervalele propuse, trebuie sa folosim o combinatie inteligentd de
parametri, Tntr-un mod dinamic, pentru a putea evalua intervalul selectat de dimensiuni ale
particulelor atat pentru apa cat si pentru aer.Figura 10 prezintd imaginea generald a

dependentelor dintre parametrii fizici si parametrii de performanta ale sistemului de achizitie
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Figura 10. Dependentele intre parametrii senzorului, cei ai sistemului de achizitie si cei fizici precum si cei de

performanta generala a dispozitivului

Deoarece interactiunile sunt destul de complexe nu putem stabili o valoare optima

pentru fiecare parametru. Am efectuat analize detaliate cu privire la impactul fiecaruia dintre

acesti parametri pe sistemul nostru. Unul dintre scopurile acestui exercitiu a fost de a afla mai

intdi daca este posibil si realist sd proiectam un sistem pentru mediul si intervalul de

dimensiuni vizat. n urma analizei consideram ci este posibil. Un alt scop a fost de a vizualiza

si identifica conexiunile intre parametri. Rezultate detaliate sunt descrise in teza asociata

acestui rezumat.

Un sumar al principalii parametri ai sistemului de achizitie a datelor e prezentat in Tabel
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Parametru de achizitie de date Parametru globali al dispozitivului

Frecventade | Lungimea | Reprezentarea | Dimensiunea | Dimensiunea | Mediu
achizitie (Hz) seriei de ADC minima a maxima a
timp (biti) particulelor | particulelor
(secunde) (nm) (nm)
16,000 4 16 50 1500 Apa
16,000 4 16 5 1000 Aer

Tabel 1. Parametrii dispozitivului

Dupa o trecere in revistd a obiectivelor si fundamentelor teoretice pentru procesarea
semnalelor, am identificat parametrii fizici cheie care influenteaza proiectarea sistemului. Am
investigat fiecare parametru in detaliu si am evaluat care ar trebui sa fie performanta tinta a

sistemului nostru de achizitie. Am ajuns la urmatoarele cerinte de performanta:

e Dimensiunea particulei:
o Inapa: 50 - 1500 nm
o Inaer:5-1000 nm
e Frecventa de achizitie: 16,000 Hz
e Timpul de achizitie: 2 secunde
e Unghi de achizitie: 5, 30, 90, 175 de grade
e Putere laser: 0.05-10 W

e Rezolutie senzor: 0,001 W/ m2

De asemenea, am ajuns la concluzia cd nu exista o solutie universald unica, prin urmare,

trebuie sa proiectam un sistem flexibil, capabil de a fi configurat.

Dupa analiza anterioard am executat teste si simuldri in urma cadrora am stabilit ca vom
folosi o retea neurala de tip MX100-n-1 (unde M e un numar intreg) cu algoritm de invatare
cu gradient conjugat Fletcher-Power. Aceasta este insa doar o indicatie aproximativa privind
configuratia retelei deoarece configuratia reald a acesteia trebuie sa fie bine reglata si selectata
pentru a fi optima pentru problema care trebuie rezolvata. Pentru testele efectuate mai departe

am folosit urmatoarele tipuri de serii de timp pentru instruirea retelei neurale:
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e Dimensiunea particulei: 1-1-1000 nm, unghiul de imprastiere: 4 °, lungimea de
unda: 532 nm, temperatura: 20C, frecventa de esantionare: 16 kHz, lungimea seriei
de timp: 2s

e Dimensiunea particulei: 1-1-1500 nm, unghiul de imprastiere: 90 °, lungimea de
unda: 633 nm, temperatura: 20 ° C, frecventa de esantionare: 16 kHz, lungimea
seriei de timp: 2s

Mai departe vom descrie pe scurt modul in care am generat seriile de timp folosite la

instruirea retelei neurale artificiale. Pentru a utiliza o retea neurala artificiala pentru rezolvarea
unei probleme particulare, structura acesteia trebuie sa fie adaptata pentru respectiva
problema [178], [270]. Adaptarea, care are loc prin “invatare”, necesita cantitati mari de date
care constau in paradigma invatarii supervizate in seturi de intrari cu iesiri cunoscute. Seriile
de timp brute nu pot fi folosite la intrarea unei retele, deoarace acestea pot avea lungimi
diferite si pot arata total diferit in raport cu alte serii produse de aceiasi centri de imprastiere.
Studiul prezentat in [276] descrie utilizarea unei retele neurale artificiale instruite folosind
spectrul de frecventa al intensitatii luminii dispersate, cunoscut sub numele de spectru de
putere, iar detaliile nu vor fi repetate aici. In aceasta lucrare vom folosi autocorelatiea seriilor
de timp, care are aceeasi forma unica pentru centrii de imprastiere cu un anumit diametru,
indiferent de lungimea seriilor de timp, atata timp cat aceasta lungime e mai mare decét o

valoarea minima.

Utilizarea seriilor experimentale pentru procesul de invatare nu este o solutie utila
deoarece bilele tipice de latex, folosite n a pregati o suspensie calibratd, au o anumita eroare
in fabricarea lor pentru o diametru particular. Mai mult, acestea nu pot fi fabricate cu o
precizie sufficient de buna cu un pas diametru de 1 nm, pas folosit de noi pentru seriile de

invatare.

Alternativa folosita de noi este de a genera serii de timp DLS simulate, avand diametru,
frecventa, unghi de imprastiere si numar de masurdtori pe serie cunoscut. Algoritmul de
generare a seriilor de timp folosit este o varianta imbunatatita a algoritmului utilizat in [276].
Transformata Fourier rapida [101], [280] poate fi folosita pentru a calcula valoarea absoluta a
spectrului de frecventa al seriilor de timp, cunoscut sub numele de spectrul de putere (PS).
Putem compara spectrul calculat din datele experimentale cu spectrul teoretic asteptat.
Spectrul teoretic este descris de functia Lorentz S(f) (2) [7], [281], functie folositd in metoda

de referinta.
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O provocare pe care am intélnit-o in aceasta etapa a fost de a simula comportamentul
unui sistem stocastic, reflectat n seria de timp produsa de lumina coerentd imprastiata de
suspensie, folosind o procedura complet deterministd. O procedura simpla constd Tn
Tnsumarea unor functii armonice, cum ar fi sinus sau cosinus, avand frecvente si amplitudini

diferite, la momente diferite, pentru a compune seriile de timp. Ecuatia (20) descrie suma:

x(t) = T ACS) - sin2nfit + ¢)) (20)

In (20), A (fi) este amplitudinea componentei de index i, f; este frecventa componentei
de index i, @i este faza initiala a componentei de index i, t este timpul si N¢ este numarul de
frecvente folosite in generarea seriilor de timp. Coeficientul ay este selectat pentru a fi o
valoare fixa, de ordinul zecilor, aceeasi pentru toate seriile, in timp ce a; este calculat din
ecuatia (3) pentru fiecare diametru al particulelor. Termenul A(f;) a fost selectat ca fiind

radacina patrata a lui S(f;) calculat cu ecuatia (2).

Toate fazele initiale ¢; au fost generate folosind numere aleatoare cu distributie
uniforma in intervalul [0, 2x]. Valorile f; sunt generate ca fiind distantate egal in intervalul [0,
fs/2], unde fs este rata de esantionare a sistemului de achizitie de date. Motivul pentru care nu
am generat frecvente mai mari de fy/2 este explicat de teorema Whittaker-Nyquist-
Kotelnikov-Shannon [58. 282. 283. 284. 285], teorema care ¢ formulata in versiunea Shanon
astfel: ,,Daca functia x(t) nu contine frecvente mai mari decat f hertz, ea este complet
determinata printr-o serie de puncta pe ordonata distantate le 1/(2f) secunde* [101. 280]. Mai
mult decat atat, dupa ce o serie de timp este inregistrata sau generata cu rata de esantionare fs,
transformata Fourier rapida va produce un spectru de frecventd in intervalul [0, fs], spectru
simetric fata de fs/2 [101. 280]. Amplitudinea A(f;) a componentei de index i este determinata

folosind radacina patrata a S(f;).

Pentru o mai buna utilizare a resurselor de calcul in timpul procesului de generare a
datelor pentru invatare, am investigat influenta numarului de frecvente Nt si a numarului N; de
date continute n seriile de timp, asupra preciziei de evaluare a diametrului a retelei rezultate.
Am ajuns la concluzia ci cel mai bun rezultat pentru generarea unei serii de timp cu Nt=2" se
obtine atunci cand seria de timp este generatd folosind un numar minim de Ne=2"t + 1
frecvente. De asemenea, seriile de timp care pot fi utilizate in invatarea ANN ar trebui sd aiba
un numir de date Ni=2" unde n trebuie sa fie de minim 13. Pentru o serie de timp avand N=2"
, ar trebui sa fie utilizate un numar de frecvente N¢ > 227141, pentru a obtine un diametru cat

mai precis.
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Pentru a rezolva problema de determinare a dimensiunii particulelor cu 0 ANN am
folosit un model de invatare supravegheat. Vom descrie mai jos mai detaliat pasii efectuati

pentru invatarea ANN.

Tn primul pas am generat un set de serii de timp pentru diametre selectate. Am selectat
n = 15, prin urmare, fiecare serie de timp a avut 32768 de puncte de date si un numar de
16385 frecvente. Gama de diametre a fost de 10 - 1200 nm, cu 20 de serii de timp pentru
fiecare diametru. Pasul pentru cresterea diametrului a fost de 1 nm. Pentru generarea fazelor
i ale fiecarei componente armonice am folosit numere aleatoare cu distributie uniforma in [0
- 2m], care au asigurat ca seriile generate pentru acelasi diametru nu sunt identice,
corespunzand unor diametre usor diferite la estimarea prin procedura DLS de referinta.
Unghiul folosit a fost de 90° iar frecventa de achizitie 16000 Hz.

Mai mult, deoarece reteaua de energie electrica functioneaza la 50 Hz, am adaugat
zgomot la seriile de timp generate, zgomot constand intr-o suma de functii sinus, ca in ecuatia
(20), avand frecvente de tip 50*i, i fiind un numar natural in intervalul 1 — ima. Imax este
frecventa de esantionare impartita la 50, adica frecventa maxima a armonicei 50 Hz care este
mai mica decat f;. Amplitudinile armonicilor au scazut exponential cu numarul armonicii, ca
in ecuatia (21), unde A este amplitudinea seriilor de timp, evaluate ca fiind diferenta dintre
valoarea maxima si valoarea minima din seriile de timp, iar i este numarul armonicii. Fazele
initiale ale armonicilor @; au fost generate folosind numere aleatoare cu distributie uniforma in
[0, 2x]. Seriile zgomot x;, au fost calculate separat de seriile de timp si a adaugate la acestea la

final.
X (t) = X4 0.03 - Ay - exp(—0.25 - i) - sin(2mfit + ;) (21)

In afara zgomotului de 50 Hz am adiugat si zgomot aleator. Seriile de zgomot aleator,
Xn, au fost calculate si ele separat de seriile de timp, folosind ecuatia (22), unde Npg este
numarul de frecvente f; generate folosind numere aleatoare cu distributie uniforma in

intervalul [1 — fs]. Pentru seriile generate am folosit valoarea de 300 pentru Nyng.
X (£) = T140.01 - Agg - exp(—0.005 - i) - sin(2rfit + ;) (22)

Dupa calcularea seriilor cu zgomot, acestea au fost adaugate la seriile de timp
generate. Valorile particulare ale coeficientilor in ecuatiile (21) si (22) au fost selectate in
urma unui proces de incercare si eroare, comparand spectrul de frecventa al seriilor de timp
generate cu spectrul de frecventa al seriilor de timp DLS inregistrate experimental. Trebuie sa

mentionam ca aceasta caracteristica de a adauga zgomot in datele utilizate pentru instruirea
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retelei neurale artificiale este esentiala pentru producerea unei retele care poate evalua corect
serii de timp experimentale deoarece acestea contin de asemenea zgomot.

Al doilea pas consta in calcularea autocorelatiea fiecarei serii. Acest lucru a fost realizat

cu ajutorul unei functii implementate in din Matlab. Autocorelatia a fiecarei serii de timp a
fost calculata cu 350 de intérzieri pe serie iar apoi rezultatele au fost incarcate intr-o matrice
cu 350 de linii Tn coloanele acesteia, avand tot atatea coloane cat am avut serii de timp.
Valorile tinta au fost diametrele calculate pentru fiecare serie de timp folosind procedura DLS

de referinta. Figura 11 ilustreaza aucorelarea pentru trei serii de timp calculate cu zgomot

adaugat, asa cum este descris mai sus, pentru diametre de 100, 700 si 1200 nm.

Examinand Figura 11 observam efectul zgomotului adaugat ca o distorsiune de la forma
ideald exponentiala a scaderii autocoreldrii. Distorsiunea este evidentd pe autocorelatia
seriilor de timp generate pentru diametre mai mici, pentru care valorile se apropie de axa

intérzieilor mai repede decat valorile pentru seriile corespunzand diametrelor mai mari.

1 T T
3
d
‘l"
0.9} .
1,
|} °
.
0.8 .
1
(I
071 = §
1
]
L}
0.6 \ i
A}
A}
o [}
Q0.5 Y
< v
\
1
0.4 - Y 7
\
\
A}
0.3 Y .
A
Ay
»
0.2r \ 7
N
0.1
0 t
0 0.005 0.01 0.015 0.02 0.025 0.03
t,s
Figura 11. Autocorelatiea pentru trei serii de timp calculate cu zgomot adiugat, pentru diametre de 100 nm, linia
continua albastra, 700 nm linie punctata rosie, si 1200 nm, linia cu puncte negre



Pentru generarea si formarea retelei neurale artificiale am utilizat pachetul Matlab.
Reteaua folosita a fost de tip fitare, cu trei straturi, asa cum am descris anterior. Primul strat,
de intrare, a avut 350 neuroni, stratul ascuns a avut 26 de neuroni iar al treilea, de iesire, a
avut un neuron, deoarece iesirea reprezinta diametrul mediu al particulelor. Algoritmul de
invatare folosit a fost algoritmul Levenberg-Marquard [286]. Invatarea s-a oprit dupa 58 de
iteratii, deoarece valoarea coeficientului de regresie R a atins 1. Invitarea a durat 38 de
minute pe un laptop cu un procesor Intel 17 7300. 70% din seturile de date au fost utilizate

pentru invatare, 15% pentru testare si 15% pentru validare.

La sfarsitul procesului de formare a fost generata o functie Matlab avand salvate in cod
matricile cu ponderile retelei, ceea ce face reteaua obtinuta sa fie portabila pe alte platforme,

cum ar fi Octave si in acelasi timp permite 0 portare usoara in alte limbaje de programare.

Pentru a calcula diametrele folosind aceasta functie a fost calculata autocorelatia cu
350 Tintérzieri pentru fiecare serie de timp care a fost apoi plasata intr-o matrice sub forma
unei coloane. Rularea functiei implicd inmultiri si adunari intre matrici, operatiune mai putin
intensd decat operatiunea de fitare a unei functii folosind o procedura de minimizare neliniara

pentru y° , procedurd care implicd un numar mare de evaludri ale functiei de fitat.

Dupa implementare, algoritmul si abordarea propusa a fost testata in detaliu, atat pe date
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Figura 12. Erorile relative fata de diametrul de referinta

simulate cat si experimentale. Vom analiza pe scurt cateva dintre rezultatele obtinute.
Tn prim pas, am testat abordarea folosind datele simulate. Abordarea asistati de o retea

neurala artificiald a fost testata pe datele simulate folosite in procesul de invatare, mai precis
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pe intregul set de date generat, nu numai pe 70% din datele alese pentru invatare. Diametrele
care au fost utilizate ca tinte au fost calculate prin metoda DLS de referintd. Am numit aceste
diametre diametre de referintd, der.. Aceste diametre de referintd au fost comparate cu
diametrele calculate cu metoda asistatd neuronal, denumit n continuare diametrele NN, dyn.
Graficul diametrelor dyn versus diametrele de referinta va avea forma unei linii drepte, prin
urmare, nu il vom prezenta aici. Mai relevanta insa este o analiza a erorilor relative, err,

exprimate 1n%, definite de ecuatia (23).

err = % 100(%) (23)

rev

Un grafic al erorilor relative fata de diametrul de referinta este prezentat in Figura 12.

Figura 12 releva ca erorile relative sunt mai mari in intervalul de diametre mai mici de
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Figura 13. Erorile relative fata de diametrul de referinta — intervalul de diamtere mici

500 nm si sunt neglijabile pentru diametre mai mari decat aceasta valoare. Privind mai atent,
observam ca erorile sunt destul de mari pentru valorile foarte mici ale diametrelor. O posibila
explicatie este legatda de zgomotul adaugat in datele generate, zomot care denatureaza
autocorelatia seriilor de timp generate pentru diametre mici mult mai mult decat pentru seriile
de timp generat pentru diametre mai mari. Marind zona de diametre mici din Figura 12 vom
obtine Figura 13. Observam ca pentru diametre mai mari de 40 nm, eroarea relativa este mai
mica de 3% si scade rapid cu diametrul, prin urmare, putem concluziona ca abordarea asistata
neuronal pentru procesarea seriilor de timp DLS este corecta pentru diametre in intervalul
[40-1200] nm.
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6. REZULTATE EXPERIMENTALE SI REZULTATE DE
PERFORMANTA

Urmatorul set de teste efectuat a fost pe date experimentale. Pentru procedura DLS de
referinta am folosit un set de date masurat pe probe care contin drojdie. Pentru abordarea

asistatd neuronal am folosit trei seturi de date: argila, lapte (proteine) si apa reziduala.

Primul set de date experimentale a fost supus procedurii de referinta care evalueaza
marimea particulelor printr-0 fitare neliniara cu cele mai mici patrate si nu prin abordarea cu
retele neurale artificiale. Scopul acestui test este de a prezenta un exemplu care ilustreaza

procedura de referintd si metoda DLS in general, folosind date experimentale.

Pentru a obtine suspensia de particule am dizolvat in apa o cantitate mica solida de
drojdie (Saccharomyces cerevisiae). De asemenea, am preparat o solutie concentrata de zahar
brun (greutate 15% in apd). Am adaugat suspensie de drojdie cu volum de 0,2 cm3 la 3,5 cm3

de sirop si plasata intr-o cuva in calea unui fascicul laser (632 nm). Temperatura probei a fost
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Figura 14. Datele referitoare la functia de autocorelatie (punctata) si fitarea exponentiali neliniara pentru seria a

175-a de timp inregistrati (dimensiunea estimata a particulelor 2209.2 nm)
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de 20 de grade C. Am monitorizat si inregistrat intensitatea luminii, rezultand serii de timp cu
o durata de 8 secunde. Am inregistrat serii de timp la fiecare 0,5 ore timp de aproximativ 160

ore, adica aproximativ 1 saptamana.

Am estimata dimensiunea medie a celulelor de drojdie a utilizand procedura DLS de
referinta. Figura 14 si Figura 15 aratd scaderea autocorelarii si rezultatul fitarii prin metoda
celor mai mici patrate neliniara pentru doua masuratori distincte din timpul inregistrarii de 1
saptamana. Putem observa in exemplele oferite ca fitarea prin algoritmul ne-liniar este destul

de buna. De asemenea, se pot vedea in exemplele oferite dimensiunile particulelor estimate

no. 185 d: 2030.0661
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Figura 15. Datele referitoare la functia de autocorelatie (punctata) si fitarea exponentiala neliniara pentru seria de

timp cu indexul 185 (mirimea estimata a particulelor 2030.1 nm)

folosind metoda de referinta.

Figura 16 prezinta evolutia dimensiunii medie a celulei de drojdie timp de 1
saptamana. Putem observa ca, in primele zile are loc o crestere a dimensiunii particulelor, de
la aproximativ 600-700 nm pana la un maxim de aproximativ 2600-2700 nm. Apoi
dimensiunea medie a celulelor de drojdie incepe sa scada lent pentru perioada ramasa. O
posibila explicatie a acestei evolutii este urmatoarea: in primele 3 zile celulele de drojdie sunt

in crestere deoarece acestea Se pot hrani cu solutia de zahar in care au fost plasate. Atunci
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cand solutia de zahar se epuizeaza, celulele de drojdie se opresc din crestere si incep sa

moara. Scdderea in marime este cauzata de dezintegrarea celulelor de drojdie si moartea lor.

Se poate observa, de asemenea, ca dimensiunca estimata pentru celulele de drojdie

este in concordanta cu dimensiunile bacteriilor si drojdiei: 1000-5000 nm [291].
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Figura 16. Dimensiunea estimata pentru celulele de drojdie pe durata masuratorii de aproximativ 1 saptimana

Rezultatele arata ca metoda de referintd, si deci metoda DLS, permite evaluarea
diametrelor celulelor biologice precum si monitorizarea dinamicii proceselor care afecteaza
diametrelor, cum ar fi cresterea celulara, diviziunea celulelor, moartea celulelor, etc.
Dimensiunea celulelor de drojdie si dinamica procesului de fermentatie, ca exemplu, poate fi
monitorizata cu succes cu aceasta metoda. Metoda poate fi folosita in general pentru a

monitoriza variatia dimensiunilor particulelor pentru diverse suspensii.

Dupa testarea metodei asistate neuronal cu serii de timp DLS pentru centrii monodispersi,
am testat aceasta abordare pe date Tnregistrate Tn timpul experimentelor de tip DLS. Primul tip
de suspensie utilizatd a fost compusa din particule de argila arsa, macinate manual si plasate
intr-un tub transparent. Macinarea intr-un mojar produce particule sferice cu o distributie
larga de diametre. Tnaintea inceperii inregistrarii seriilor de timp DLS, am lasat suspensia sa
se sedimenteze timp de 4 ore, pentru a ne asigura ca particulele ramase au diametrul in

intervalul de ordinal sutelor de nanometri.

Ca o consecintd a rezultantei nuld a trei forte: gravitatie, fortd dinamicd si forta

vascoasda in regim de curgere laminara (Stokes), miscarea de sedimentare a centrilor de
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sedimentare se desfasoara cu o viteza constanta, Vs, care, pentru o particula de forma sferica
este de forma:

v, = 2(/3;:7)0)9 X ,r2 (24)

unde r este raza sferei, p este densitatea materialului centrelor de imprastiere, po este
densitatea fluidului iar n este coeficientul de viscozitate dinamica a fluidului. Mai multe
detalii cu privire la rolul sedimentarii si a miscarii browniene in fluctuatiile unei serii de timp

DLS pot fi gasite in [104].

Observam din ecuatia (24) ca viteza de sedimentare creste cu patratul razei
particulelor, ceea ce face ca particulele mai mari sa se sedimenteze mai repede. Ca urmare a
acestei proceduri de sedimentare, prin reglarea distantei de la partea superioara a solutiei la
raza laser ca fiind egala cu 1 mm, intr-un experiment de lunga durata de ordinul zilelor, putem
selecta suspensiile care au particule mai mici decdt o anumita valoare. Variatia diametrului
celor mai mari particule ramase in suspensie fatd de timpul de sedimentare este prezentata in
Fig. 1 din referinta [276], figura pe care nu o vom reproduce aici. Trebuie sa mentiondm ca
aceastd procedurd bazatd pe sedimentare nu este precisd 1n ceea ce priveste filtrarea
particulelor dupa diametrul lor, pur si simplu pentru ca distanta de 1 mm nu poate fi masurata
cu o precizie foarte buna deoarece fortele superficiale creeaza o suprafata concava la partea
superioara a fluidului Tn contact cu aerul. Aceeasi serie de timp inregistrata a fost procesata
insa Tn ambele moduri, folosind metoda de referintd DLS cét si metoda alternative asistata
neuronal, prin urmare, precizia metodei de sedimentare nu este atat de importanta. Metoda de
sedimentare descrisd aici trebuie privita doar ca un procedeu de preparare a probei care
asigura faptul ca particulele din fasciculul au diametre intr-un interval relativ mic, cu valori

mai mici decat un anumit diametru.

Pentru masuritorile particulelor de argila am preparat suspensii de diferite diametre
medii prin macinarea manuala de lut ars Tntr-un mojar pentru durate diferite. Macinarea a fost
uscatd la inceput si a durat 10 minute iar apoi a fost urmatd de inca 25 de minute dupa
addugarea unei mici cantitati de apa deionizatd. Am extras o cantitate micd de amestec pe care
am diluat-o cu apa deionizata pentru a atinge un grad bun de transparenta dupa care am plasat
amestecul ntr-un tub cilindric transparent si sigilat. Fluidul purtator a fost apa la 20 ° C.
Densitatea de argila arsa a fost de 1362 kg / m3, densitatea apei 1000 kg / m3, n = 1.002

mPa-s.
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Diametrele calculate cu functia asistata neuronal sunt denumite Tn continuare diametrele
ANN. Figura 17 ilustreaza variatia diametrelor particulelor in zona activa a tubului de proba
si anume zona care se aflad in calea fasciculul laser, in functie de timp (masurat de la inceputul

inregistrarii).
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Figura 17. Diametrele de referinta (cercuri) si diametrele ANN (stele) in functie de timp

Am observat ca existd o foarte bund corelare a diametrelor calculate cu cele doua
metode. De fapt, dependenta liniara dNN = a * dreff + b are un coeficient de corelatie liniara
[287. 288], R = 0,9998. Observam ca erorile cresc in timp odatd cu scdderea diametrului
efectiv mediu, ceea ce este In concordanta cu concluzia sectiunilor anterioare care descriu

erorile pentru seriile de timp simulat.

Se poate observa de asemenea ca diametrul este in scadere, ceea ce este in concordanta

cu procesul fizic care are loc n suspensie, mai precis procesul de sedimentare.

A doua suspensie utilizata in testarea metodei a continut proteine din lapte. 30 ml de
lapte degresat cu 1,5% grasime a fost centrifugat la 3000 rpm timp de 10 minute, iar
continutul de proteine a fost extras din fundul vasului si depozitat folosind un balon de plastic
la 0,4 oC. Inaintea experimentului DLS proba a fost diluati in apa deionizati pana cand
aceasta a devenit transparentd pentru fasciculul laser, avand o culoare albastruie in lumina
alba. In acest scop, 0,05 ml de proteine din lapte separat asa cum este descris mai sus a fost
diluat in 3,45 ml de apa deionizata. Agregarea proteinelor din lapte a fost indusa cu lactat de
calciu, in forma sa cea mai comuna de pentahidrat C6H10CaO6-5H20. Pentru a pregéti
agentul de agregare, 0,0333 g de lactat de calciu a fost dizolvat in 20 ml apa deionizata,

facand astfel o solutie de 0,1665% (masa). Un volum de 0.5 ml de astfel de solutie a fost
XL



injectat Tn 3,5 ml de suspensie apoasa de proteina dupa care a fost indusd agregarea
proteinelor. Au fost Tnregistrate serii de timp cu durata de 8 s fiecare si cu timpul de intarziere
intre ele de 172 s. Diametrul mediu a fost evaluat atat folosind atadt metoda DLS de referinta

cat si metoda noua bazata pe o retea neurala artificiala.

Probele au fost bazate pe lapte de vaca, lapte care contine aproximativ 30-35 grame de
proteine pe litru. Cele mai multe dintre proteine (80%) sunt reprezentate de caseina, care
poate fi gasita sub forma de micele de caseina, care sunt agregate formate din mai multe mii
de molecule de proteine. A fost masurata deja dimensiunea proteinelor din suspensie de lapte
de vaca iar rezultatele sunt raportate in lucrari cum ar fi [289. 290] iar rezultatele raportate
indica faptul ca cele mai multe dintre proteine au un diametru cuprins in intervalul 77-115 nm
[289] sau ceva mai mare in [290], insa procedeul de preparare a implicat pentru indepartarca
particulelor de grasime procesul de filtrare mai degraba decat cel centrifugare. Noi am folosit

centrifugarea iar probele au fost extrase din fundul recipientului. Am gasit un diametru de
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Figura 18. Variatia diametrelor proteinelor in timpul agregarii. Cercurile sunt diametrele de referinta si

triunghiurile sunt diametrele ANN
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referintd de 118 nm, in acord foarte bun cu [289] si [290].

Figura 18 ilustreaza variatia diametrelor centrilor de imprastiere, calculate atét folosind
metoda de referinta DLS cat si metoda DLS asistatd neuronal. Momentul O de timp a fost

selectat pentru a fi momentul imediat Tnaintea injectarii agentului de agregare.

Figura 18 releva ca agregarea proteinelor din lapte este destul de rapida, astfel ca in
aproximativ 6 minute agregarea a atins un maxim al diametrului. Relevant insa pentru aceasta
lucrare este faptul ca diametrele estimate de metoda asistata neuornal sunt apropiate de
diametrele de referinta, find usor supraestimate. Aceasta caracteristica poate fi regasita si in

Figura 17 pentru alt tip de suspensie.

Al treilea set de date experimentale utilizat a fost bazat pe masuratori pentru ape
reziduale. Apa reziduala este apa care rezulta din utilizarea domestica (WC, baie, chiuveta),
fiind colectata in sistemul de canalizare. Aceasta este ghidata prin conducte catre un centru de
tratare a apei. Tratarea apei implica de obicei trei etape. Prima etapa este etapa de screening,
care are scopul de a elimina obiectele mari din apa reziduala. Obiectele mari pot fi pietre,
bete, obiecte sanitare (scutece, bumbac, batiste) dar si sticle sau haine. Aceste obiecte mari
pot bloca si deteriora echipamentul de tratare pentru urmitoarele etape. In aceeasi etapa se
indeparteaza nisipul. A doua etapa consta in tratamentul primar al apei, care implica separarea
materialelor organice (deseuri de obicei umane) solide din apa reziduala. Tn acest scop, apa
uzata este plasata In rezervoare mari, pentru a permite solidelor sa se scufunde. Solidele care
se depun sunt numite si ,,namol®. Aceste rezervoare sunt de obicei circulare si au un set de
elemente razuitoare care razuiesc podeaua rezervoarelor pentru a muta namolul spre centru,
astfel incat namolul si poata fi luat de pompe. In cea de-a treia etapa apa trece printr-un
tratament secundar. In aceasti etapi apa este plasati in bazine de aerare care sunt de obicei
sub forma dreptunghiulara. Este pompat aer in apa, bacteriile fiind stimulate sa consume
materialul organic care a ramas dupa primele etape in apa. A patra etapa este cea Tn care apa
este pusd din nou in rezervoare de decantare pentru a permite scufundarea noului namol
format ca urmare a actiunii bacteriene. Procesul este apoi similar cu cel utilizat in etapa 2.
Apa este lasatd sa curgd peste un perete si este filtratd suplimentar prin nisip pentru a
indeparta alte substante nocive. Apa rezultata este apoi eliberata in natura. Uneori, in ultima
etapa, apa este de asemenea tratata cu clor sau raze ultraviolete pentru a elimina bacteriile

daunatoare.

Figura 19 prezinta o schema a statiei de tratare a apei care a fost utilizata pentru

masuratorile prezentate aici. Figura prezinta de asemenea punctele in care au fost luate
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probele pentru masuratori. La punctul 1, a fost utilizatd apa netratatd pentru masuratoare.

1
screen aeration tank 2 final 3

|:> grit chamber : active sludge |:> sedimentation |:>

Figura 19. Schema statiei de tratare a apei

Consideram aceastd mdsuratoare ca masurdtoare de intrare a apei. La punctul 2, a fost folosita
apa care a trecut prin namolul activ si prin rezervorul de aerare. La punctul 3 a fost folosita
apa care a trecut prin sedimentarea finala. Probele de apa din cele trei puncte mentionate au
fost supuse masuratorilor pentru timp scurt (5 minute) si timp lung (10 ore). Pe durata scurta

au fost Tnregistrate serii de timp la fiecare 10 secunde. Pentru durata lunga au fost inregistrate

Figura 20. Diverse etape ale statiei de tratare a apei

serii de timp la fiecare 20 de minute.

Figura 20 prezinta cateva imagini de la statia de epurare a apei utilizate pentru luarea

probelor.

Reteaua neuralda artificiala a fost usor diferita de cele folosite anterior datorita
intervalului larg de dimensiuni a particulelor pe care ne-am asteptat sa le gasim in apa.
Aceasta a avut un strat de intrare de 350 de neuroni, corespunzand celor 350 de intéarzieri.
Stratul ascuns a avut 26 de neuroni, iar stratul de iesire a avut 1 neuron, oferind ca iesire

diametrul mediu pentru particulele gasite in apa tratata. Datele de instruire au constat din
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seturi de serii de timp simulate, pentru intervalul de diametre 10-3000 nm, generate cu un pas

de 1 nm, cu 20 de seturi pe diametru.

Figura 21 arata dimensiunea medie a particulelor estimata in timpul diferitelor etape de

prelucrare a apelor uzate.
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Figura 21. Diametrul mediu al particulelor in suspensie, masurat Tn timpul diferitelor etape de prelucrare a apelor

uzate

Apele reziduale de la intrare, colectate la pozitia 1, contin nisip, ndmol si suspensii
organice. Diametrul mediu estimat a fost de 4700 nm. Este demn de remarcat faptul ca apa de
intrare este deja pre-filtrata, astfel Tncat particulele mari sunt deja 1inlaturate. Dupa
sedimentare, numai particulele organice au ramas in rezervorul de aerare. Dupa aproximativ 7
- 8 ore de timp petrecut n rezervorul de aerare cu bacterii aerobe, dimensiunea particulelor
ramase a fost de aproximativ 660 nm. Acest lucru este vizibil in mdsuratoarea de la locatia 2.

La locatia 3, apa iese din rezervorul de sedimentare avand particule mici de 550 nm.

Ce se poate observa este ca, folosind un singur tip de masuratoare fizica, de tip DLS, si
monitorizarand variatia diametrului Tn timp, putem identifica tipul particulelor din suspensie.

\Vom prezenta mai jos cateva cazuri pe care le-am intalnit in masuratorile noastre.

Atunci cand avem o tendintd de scadere in dimensiune, avem doar particule
anorganice, deoarece aceastd evolutie este o caracteristicd generald a procesului de
sedimentare iar sedimentarea se intdmpla atunci cand densitatea materialului particulelor este
mai mare decét densitatea apei, cum se intdmpla in cazul particulelor anorganice.
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Atunci cand particulele sunt organice, densitatea particulelor este comparabila cu
densitatea de apa si particulele nu se scufunda. Cand avem o tendintd de crestere n
dimensiune, putem deduce ca avem particule organice, deoarece particulele organice tind sa

creasca prin agregarea sau prin evolutie si crestere celulara.

Cu toate acestea, atunci cand avem o dimensiune descrescatoare, urmata de valori
oscilante si apoi de valori constante mari, avem un amestec de suspensii anorganice si
organice. Acesta este rezultatul faptului ca marimea raportata de algoritm este dimensiunea
particulelor predominante, cu toate particularititile mentionate ale acestui fenomen, de
exemplu, particule mai mari avand un impact mai mare asupra masuratorii, asa cum se vede in
sectiunile fundamentele teoretice. Scaderea initiala este cauzatd de sedimentarea particulelor
anorganice, iar cresterea este cauzata de faptul ca vor avea impact asupra valorii masurate
doar particulele organice mari, initial in numar mai mic decét sedimentele, dar acum singurele

ramase Tn suspensie.
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Figura 22. Monitorizarea dimensiunii particulelor la puncul de misurare 1. Masuritoare de durati scurta.
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Figura 22 arata evolutia dimensiunii la locatia 1 pentru masuratoarea pentru timp scurt
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de 300 de secunde.

Figura 23. Monitorizarea dimensiunii particulelor la puncul de misurare 1. Masuritoare de durati lunga

Masuratori pentru aceeasi locatie, dar de data aceasta pentru o perioada mai lunga de 10 ore
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sunt prezentate in Figura 23.
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Figura 24. Monitorizarea dimensiunii particulelor la puncul de masurare 2. Misuritoare de durata scurta.

Figura 25 prezinta rezultatele monitorizarii dimensiunii la locatia 2, rezervorul de aerare.
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Figura 25. Monitorizarea dimensiunii particulelor la puncul de masurare 1. Masuratoare de durata
lunga.
Figura prezinta si o fitare liniard care aratd o tendintd generald scadere dimensiune,

corespunzand liniei descrise de ecuatia y = -0.065x + 370, R? = 0.095.
Figura 26 prezinta variatia dimensiunii pentru masuratorile la locatia 3, locatia de iesire.

La locatia 1, monitorizarea pe duratd scurta prezintd o sedimentare rapida a particulelor
anorganice care domina initial masuratoarea deoarece acestea sunt in numar mult mai mare.
De indata ce numarul lor scade, particulele organice, care nu se scufunda deoarece au o
densitate egala cu densitatea apei, incep sa domine masuratoarea. Acesta este motivul pentru
saltul de la valoarea scdzutd a dimensiunii particulelor la o valoare mai mare dupa
aproximativ 150 de secunde. Tn monitorizarea de durati mai mare la locatia 1 putem observa
ca particulele organice raman in apa, ceea ce are sens, deoarece apa nu a suferit inca etapele

tratamentului menite sd reduca continutul organic.

La locatia 2, monitorizarea pe durata scurta arata cd incd mai exista particule anorganice
care domina masurarea, cel mai probabil particule care nu au fost filtrate si au fost agitate Tn
apa datoritd miscarii prin rezervoare. In monitorizarea de durati mai mare se poate observa ci
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aceste particule sedimenteazd si dimensiunea tinde sd scadd incet. Acest lucru este in

concordantd cu etapa de tratament care presupune amestecarea apei cu namol activ, care are
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Figura 26. Monitorizarea dimensiunii la punctul 3. Timp de masurare scurt.

particule mici si bacterii in concentratie mai mare.

La locatia 3, iesirea, existd o cantitate de particule mai mica, dar cu un amestec de
marimi in domeniul dimensiunilor scdzute. Evolutia dimensiuni poate fi explicata observand
ca masurarea are loc pentru a particulele din volumul de imprastiere, in calea razei laser.
Rezultatul este In concordantd cu particule care sunt organice, dar au o densitate putin mai
micd decat apa. Odata cu trecerea timpului, particulele plutesc spre suprafata, cu cat e mai
mare diametru, cu atat mai mare viteza. Particulele mai mici plutesc in deriva, de asemenea,
dar cu o viteza mai mica. In final, unele particule organice riman in apele uzate dupa

prelucrare.

Sumarizand rezultatele pentru cele trei seturi de date experimentale prezentate (lut,
lapte, apa reziduald) putem observa ca in timp ce procesul de sedimentare actioneaza ca un
procedeu de filtrare, agregarea proteinelor nu face acest lucru, asa incat, odata ce agregarea a
inceput, polidispersia este mai mare. Am selectat acest tip de suspensie pentru a testa
robustetea procedurii asistate neuronal. Mult mai graitor este insa un grafic al erorilor relative
ale procedurii asistate neuronal in comparatie cu rezultatele obtinute prin metoda referinta.
Erorile, definite ca in ecuatia 9, sunt prezentate in Figura 27 pentru cele doud tipuri de

suspensii, preparate prin sedimentare si agregare.
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Figura 27 releva faptul ca erorile relative ale procedurii asistate neuronal sunt mai
mari pentru probele cu proteine agregate decat pentru probele cu sedimentare, insa erorile
sunt destul de mici pentru ambele cazuri. Erorile mai mari sunt cauzate de distributia mai

larga a dimensiunilor in cazul agregarii. Procedura propusa de noi s-a dovedit a fi destul de

error ,%

sedimentation aggregation

Figura 27. Plot erorilor relative ale RNA comparativ cu referinta pentru cele doui tipuri de suspensii, argil si lapte,
preparate prin sedimentare si agregare

precisa in calculul diametrului mediu al particulelor in suspensie, fiind considerabil mai

rapida dect metoda de referinta DLS. Tntregul set de 30 de serii de timp inregistrate pe proba

de argila sedimentata a fost prelucrat cu metoda de referinta DLS de referinta dupa calcularea

spectrului de putere Tn 0.12846 s. Procedura DLS pe baza retelei neurale a durat 0.000019 s

dupa ce autocorelatiea seriilor a fost calculate. Asadar procedura DLS asistata neuronal este

de 6761 de ori mai rapida.

Concluzia este ca procedura DLS asistata de 0 retea neurala artificiala este rapida si poate
fi implementata pe platforme de calcul usoare. O metoda fizica simpla, de tip DLS, poate fi
utilizatd in monitorizarea marimii particulelor in suspensie in apele reziduale. Variatia

dimensiunii particulelor pe timp scurt poate furniza si informatii cu privire la tipul de
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particule in suspensie, fara utilizarea unei proceduri chimice, a reactivilor sau a altor tipuri de

materiale consumabile.

7. IMPLEMENTARE ALTERNATIVA A UNEI RETELE
NEURALE ARTIFICIALE PENTRU MASURATORI DLS

Dupa obtinerea rezultatelor prezentate in sectiunile anterioare cu implementarea
bazatd pe Matlab, ne-am propus sa optimizam abordarea pentru a testa limitele preciziei pe

care le putem obtine cu o retea neurala artificialp.

Am considerat ca o implementare proprie a unei retele intr-un limbaj de programare
ne-ar permite o flexibilitate mai mare decat cea oferita de setul de instrumente Matlab, ceea ce
limbajul de programare Python [292], datorita avantajelor sale inerente, si anume fiind usor de
invatat, avand un suport excelent si o multitudine de biblioteci deja disponibile. Pentru
implementare am folosit bibliotecile open source TensorFlow [293], Theano [294] si Keras
[295].

Pentru implementarea Python am ales o strategie diferitd de cea folosita in Matlab. Tn
implementarea Matlab am folosit o arhitectura fixa a retelei, aleasa la inceput si pastrata
pentru intreaga functionare a sa. In implementarea Python ne-am dorit si experimentim

diferite arhitecturi.

TensorFlow este o biblioteca flexibila care permite dezvoltarea de algoritmi de calcul
intr-o paradigma bazata pe tensori. Este o biblioteca utilizata in multe domenii stiintifice, care

are un bun nivel de suport pentru inteligenta artificiala, inclusiv pentru retele neurale [293].

Theano este o biblioteca Python utilizata pentru a realiza operatii cu matrici cu mai

multe dimensiuni, sau pentru calcule numerice [294].

Keras este o biblioteca scrisa in Python care interactioneaza cu TensorFlow si Theano.

Aceasta este de obicei folosita pentru programare de nivel Tnalt a retelelor neurale [295].

Folosirea acestor trei biblioteci ne permite sa definim si sa implementam propria
noastra retea intr-un mod flexibil, controland toti parametrii acesteia. In acest fel, design-ul
poate evolua treptat pana la performanta optima. In primii pasi am ciutat strategia optima de
invatare dar si arhitectura optima a retelei neurale, inclusiv numarul optim de straturi, neuroni,

functiile de activare si algoritmul de invatare. Dupd multe incercari am automatizat procesul
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prin implementarea a diferite scripturi Python care variaza intr-un mod inteligent parametrii

cheie ai retelei pentru a gasi optimul.

Dupa cum se poate observa in sectiunile anterioare, arhitectura poate avea un impact
mare asupra calititii rezultatelor obtinute. In prima etapi am incercat diferite arhitecturi
bazate pe o structura cu 100-600 neuroni Tn stratul de intrare, un strat ascuns cu neuroni care
variaza intre 5 si 100 si un strat de iesire cu un neuron. Ca functii de activare am cautat
functia optima pentru stratul ascuns, folosind urmatoarele functii in spatiul de cautare [296]:
rectified linear unit, hyperbolic tangent, sigmoid, softmax, linear activation function. Tn
primele noastre incercari am folosit aceeasi functie de activare si in stratul de iesire, dar in
timpul cercetarii noastre am constatat ca o retea cu una dintre functiile de mai sus in stratul

ascuns, dar cu functia de activare liniara in stratul de iesire este cea mai buna alegere.

Pentru algoritmul de invatare, am cautat, de asemenea, in intreg spatiul oferit de
biblioteca keras [297]. In urma etapei de cdutare am constatat ci algoritmul optim pentru

problema noastra este algoritmul Adam [298. 299].

In pasul urmitor am dezvoltat cod Python care a variaza numarul de neuroni de intrare
si numarul de neuroni din stratul ascuns, si, de asemenea, variaza functiile de activare si
algoritmii de 1nvatare, verificand pentru fiecare iteratie performanta retelei formate pe date
experimentale. Toate retelele care au avut 0 eroare medie mai mare decét un prag, definita in
cercetarea noastra ca 10% intr-o prima etapa, apoi 5% intr-o a doua etapa, au fost abandonate,

toate celelalte au fost salvate.

In cautarea noastra pentru cele mai bune retele neurale pentru a rezolva problema DLS
am dezvoltat arhitectura mai departe si am cautat configuratia optimd atunci cand reteaua
neurald are doud straturi ascunse si nu doar unul. Am automatizat cautarea in spatiul functiilor
de activare, algoritmilor de invatare si al dimensiunilor straturilor obtindnd o configuratie
optima, pe care am folosit-o mai departe pentru a obtine rezultatele experimentale prezentate

in sectiunea urmadtoare:

o Dimensiunea stratului de intrare (neuroni): 350

e Dimensiunea primului strat ascuns (neuroni): 26

o Dimensiunea celui de-al doilea strat ascuns (neuroni): 10
e Dimensiunea stratului de iesire (neuroni): 1

e Numarul de epoci de formare: 40000

e Algoritm de invatare: adam

e Rata de Invatare: 0,001
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Functii de activare:
o Strat ascuns 1: softmax
o Strat ascuns 2: rectified linear unit
o Strat de iesire: liniar

Indicator de performantd monitorizat: eroarea medie procentuala absoluta (MAPE)

Pentru instruirea retelei am folosit serii de timp generate urmand aceeasi abordare descrisa

anterior, pentru particule in intervalul 50-400 nm, cu 20 serii de timp pentru fiecare valoare,

cu zgomot indus de 50Hz si armonicele.

Dupa formarea retelei am folosit pentru validarea ei datele experimentale pe particule

de argild, acelasi set de date ca si cel utilizat pentru testarea implementariit MATLAB.

Ca urmare a acestei abordari am ajuns la urmatoarele concluzii:

Cu acest tip de retea, pe datele experimentale, se poate obtine o performanta
acceptabild. O eroare relativa pe setul de instruire de aproximativ 8,5% pentru
seed fix (=7) pentru generatorul de numere aleatoare si una de aproximativ 6%
pentru seed aleator a fost observata.

Pentru o performanta optima pe date experimentale, performanta generala a
retelei nu va fi optima. Acest lucru inseamna ca, atunci cand reteaua va fita
bine datele experimentale, nu va face acelasi lucru pentru un interval mai larg
de dimensiuni. Cand seedul folosit pentru numerele aleatoare initiale ale
configuratiei retelei a fost randomizat, performanta retelei a fost de fiecare data
diferita.

Pentru seriile generate, in mod evident, cea mai buna performanta este obtinuta
atunci cand setul de date folosit la invatare si testare au fost identice

Retelele au avut o performatd mai buna daca seriile generate folosite la

invatare au fost injectate cu zgomot, asa cum am descries anterior.

In continuare, am incercat diverse combinatii intre seriile de invatare si arhitecturile

posibile, pe modele de test similare cu cele din pasul anterior. Pentru o alegere a seriilor de

invatare / arhitectura, am construit un numar fix de retele neurale. Am pastrat reteaua cu cea

mai mica eroare obtinutd. Am repetat iterativ acest process pentru diferite combinatii

arhitectura / serii de invatare. In finalul acestei etape am comparat rezultatele pentru optimele

gasite.

LIl



In pasul urmitor am folosit rezultatele obtinute pana in present pentru a testa reteaua
optima gasitd. Dupa 4409 de cicluri de formare, aceasta a atins o performantd optima.
Marimea lotului pentru ciclul de invatare a fost 7820. Performanta pentru etapa de instruire

este descrisa prin urmatorii indicatori: eroare in validare a fost de 0,66% iar eroarea in testare
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Figura 29. Evolutia erorii retelei pe durata etapei de formare a retelei
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Figura 28. Diametrul particulelor estimat pentru intregul set de date generate folosit
pentru invitare (interval 20-400 nm)
(pe serii de timp simulat) a fost de 2,12%.
Dupa ce reteaua a fost instruitd am estimat marimea particulelor pentru setul de date
de particule de argild. Eroarea abordarii asistate neuronal Tn raport cu abordarea de referinta a
avut o valoare foarte buna de 0.197%.
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Figura 28 prezinta evolutia erorii relative in timpul instruirii. Putem observa ca reteaua
converge spre performante optime si atinge optimul dupa 4409 cicluri.

Figura 29 prezinta diametrul particulelor estimat de abordarea asistata neuronal
rezultata. Putem observa cd, in intervalul 50-350 nm diametrele se potrivesc perfect cu cele de
referintd. La extreme, si anume la valori de aproximativ 20-30 nm si peste 350 nm, reteaua nu
face o estimare perfectd, ceea ce duce la eroarea de validare mentionatd de aproximativ 2,2%.
Cu toate acestea, in cazul In care intervalul generat acopera intervalul in care este planificata
folosirea retelei, aceasta poate functiona aproape perfect. Acest lucru inseamna ca daca dorim
sa folosim O retea pentru un anumit interval de dimensiuni, vom genera seriile de timp de
invatare pentru un interval mai mare, care il include pe cel in care reteaua este planificata sa
functioneze.

Figura 30 prezinta dimensiunea estimate de retea pentru setul de date pe particule de
argila. Cu linie punctatd verde am reprezentat marimea particulelor de asteptat simulate pe
baza unui model de sedimentare. Cu albastru am reprezentat dimensiunea estimatd cu
abordarea de referinta Lorentz. Linia verde deschis si linia rosie reprezinta estimarea cu
metoda de referinta DLS si respective estimarea cu metoda asistatd neuronal. Putem observa
mai intdi ca toate metodele urmeaza tendinta unui model de sedimentare, ceea aratd ca

masuratorile si estimarile sunt corecte calitativ. De asemenea, se poate observa ca valorile

—— Neural
280 —— Lorentz
—— Autocorrelation
-== Sedimentation

260

240 1

220 4

200 4

180 ~

Estimated Particle Diameter (nm)

160 ~

T T T T
0 10000 20000 30000 40000
Time (s)

Figura 30. Estimarea dimensiunii particulelor prin metodele de referinta si prin

metoda asistata neuronal, altaturi de modelul theoretic de sedimentare

oferite de retea si cele oferite de metoda referinta sunt foarte apropiate unule de altele, fapt ce

poate fi obervat si in valoarea scazutda a erorii relative a retelei, respectiv 0,19%. Metoda
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propusa este, prin urmare, o modalitate de succes si precisd pentru a estima dimensiunile

particulelor, cu toate avantajele prezentate.

8. IDEI ADITIONALE DE DEZVOLTARE

Abordarea prezentatd in aceasta lucrare se concentreazd pe obtinerea dimensiunii medii a
particulelor. De cele mai multe ori, o suspensie contine un sistem polidispers de particule. Asa
cum am vazut in sectiunile cu rezultate experimentale, obtinerea dimensiunii medii a
particulelor este de mare folos deoarece permite o analiza inteligentd a suspensiei. Un posibil
urmator pas ar o extindere a abordarii propuse de noi, astfel Incat iesirea algoritmului sa fie
distributia dimensiunii si nu numai dimensiunea medie. In teza asociati acestui rezumat sunt
deja prezentate idei teoretice si rezultate ale unor simuldri pe calculator cu privire la modul in
care acest lucru ar putea fi realizat, dar activitatea experimentala si practica pentru extinderea

la sisteme multidisperse este un urmator pas, necesar pentru a pune in practica aceste idei.

9. CONCLUZII

In aceasta lucrare am investigat posibilitatea imbunatatirii metodelor bazate pe metodele
bazate pe imprastierea dinamicd a luminii pentru evaluarea dimensiunilor nano si micro
particulelor pentru particulele gasite in fluide lichide sau gazoase. Viziunea a fost de a
construi in viitorul apropiat un dispozitiv portabil miniaturizat capabil sa furnizeze aceste
evaludri Obiectivul principal a fost de a implementa o noud procedura de estimare a
dimensiunii particulelor utilizdind masuratori de imprastiere dinamicad a luminii asistate de o
retea neurald artificiala. Procedura ar trebui sa fie mai simpld decat metodele existente si ar
permite o un timp de calcul mai scurt, ceea c ear duce la dezvoltarea viziunii mentionate, si
anume echipamentul miniaturizat. Ca obiectiv secundar ne-am propus sa prezentam idei
pentru o configuratie simpld pentru realizarea conditionarii semnalului si conversia la o serie
de timp digitald pentru un experiment dinamic de imprastiere a luminii, dar prezentarea
rezultatelor investigatiilor privind modul de integrare a procedurii intr-un dispozitiv

miniaturizat.
Avand 1n vedere aceste obiective, am realizat urmatoarele:

* O scurta trecere In revista a metodelor bazate pe dispersia luminii dinamice existente si o

analiza a limitarilor pe care le au acestea
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* O scurtd analiza a diferitelor aspecte teoretice si practice legate de prelucrarea

semnalelor, achizitia de date si retelele neurale artificiale

* O investigatie bazatd pe rezultate obtinute In simulari dezvoltate de noi, asupra
conexiunilor si dependentelor dintre diferitii parametri fizici si parametrii de performantd ai

dispozitivului miniaturizat

* Un design detaliat de la arhitectura la implementarea hardware si software a diferitelor

module necesare pentru dispozitivul miniaturizat

* Implementarea unei proceduri noi care foloseste o abordare bazatd pe imprastierea

dinamica a luminii asistata de retele neurale artificiale

* O integrare a hardware-ului si a software-ului, precum si a algoritmului propus si o

implementare a 5 variante constructive ale dispozitivului

* Un set complet de teste pe date simulate si experimentale pentru procedura propusa, care

releva performanta si precizia abordarii noi propuse

* O optimizare a procedurii de difuzie a luminii dinamice asistata de 0 retea neurala

artificiala, implementata cu cod propriu Tn limbajul de programare Python
* O analiza succinta dar valoroasa a etapelor de dezvoltare viitoare

Ideile prezentate 1n aceasta lucrare pot fi dezvoltate Tn continuare pentru a pune in aplicare
un dispozitiv miniaturizat care poate estima dimensiunile particulelor pe teren. Avantajele
aduse de abordarea ANN ar permite timpi de calcul extrem de rapizi. Practic, rezultatul poate
fi obtinut instantaneu, in timp real. Invitarea ANN a durat mai putin de o ord pe un laptop
Ultrabook care este optimizat pentru consumul de energie si nu pentru calcul. Odata ce ANN
este formata, aceasta poate fi folosita pentru a calcula diametrele medii ale unui set de date de
intrare. Acest calcul este de mii de ori mai rapid decat fitarea unei functii printr-o procedura
neliniard prin cele mai mici patrate, deoarece se reduce la operatii intre matrici mai degraba
decat calculul valorilor unor functii si calculul numeric al gradientilor. Timpul precis poate

varia in functie de dimensiunea setului de date, dar ramane de mii de ori mai scurt.

Lucrarea prezentata aici este un proof-of-concept pentru utilizarea ANN pentru
prelucrarea seriilor de timp DLS si un pas spre proiectarea unui dispozitiv DLS portabil mic,
cu cost scazut, care poate utiliza o platforma de calcul modesta, cum ar fi un telefon mobil sau
o platforma de dezvoltare mai degraba decat un PC sau laptop. De asemenea, aceasta lucrare
reprezintd un pas spre proiectarea unui dispozitiv foarte rapid, in timp real, pentru a evalua

diametrul mediu al particulelor in suspensie. Aplicatiile unui astfel de dispozitiv pot fi gasite
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in orice domeniu in care existd micro si nanoparticule de interes, atat in cunoasterea
dimensiunilor acestora, cat si in studierea dinamicii procesului in desfasurare, pornind de la
stiintele mediului, stiintele medicale, inginerie si procese de productie, industria alimentara,

industria auto si aerospatiald, dar si stiinte fundamentale, cum ar fi fizica si chimia.
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