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REZUMAT 

 

 

 

Focusul acestei teze este procesul de segmentare automată a liniei centrale coronariene 

din angiografia tomografiei computerizate cardiace (CCTA). Aceasta aparține domeniului 

imagisticii medicale, care, la momentul în care am ales tema, era un subiect important în 

comunitatea științifică de imagistică medicală [1]. 

Lucrarea este împărțită în trei capitole. Capitolul 1 este axat pe extragerea informațiilor 

din imagini și îmbunătățirea compresiei de date a imaginilor. Odată cu creșterea numărului de 

dispozitive de achiziție a imaginilor, inclusiv a camerelor și a instrumentelor de imagistică 

medicală, crește și cantitatea de informații necesară pentru stocarea pe termen lung. În acest 

capitol oferim o descriere detaliată a software-ului de compresie fără pierderi de ultimă 

generație PAQ8PX, cu aplicare pe compresia imaginilor în tonuri de gri. Propunem un nou 

algoritm de învățare continuă pentru prezicerea probabilității biților dintr-un flux de date. Apoi, 

descriem integrarea algoritmului în modelul de imagine al PAQ8PX. Pentru a demonstra 

îmbunătățirile, testăm noul software pe trei benchmark-uri publice. Rezultatele experimentale 

arată scoruri mai bune pentru toate seturile de date. 

Detectarea muchiilor obiectelor dintr-o imagine are un rol important în multe sisteme de 

viziune computerizată. Prin urmare, în capitolul 2, propunem un nou algoritm independent de 

domeniu pentru predicția probabilităților, care este bazat pe informațiile contextuale 

disponibile, și apoi aplicăm algoritmul pentru estimarea probabilității pixelilor de a aparține 

unei margini. Sunt folosite valorile pixelilor înconjurători ca și contexte locale. Următorul pas 

descris este testarea diferitelor transformări de imagine ca și straturi de intrare, cum ar fi 

detectorul de contur Canny. Propunem două arhitecturi diferite, una cu un singur strat și una 

multistrat, care abordează problema scalării prin crearea de rezultate secundare redimensionate, 

și apoi combinarea acestora printr-un strat de regresie logistică. Am testat abordarea noastră pe 

setul de date BSDS500 de detectare a contururilor cu rezultate optimiste. 

În capitolul 3, accentul este pus pe segmentarea de imagini medicale, unde modelul 

coronarian de tip mesh, obținut din reconstrucția tridimensională folosind secvența de imagini 

produse prin tomografie computerizată (CT) poate fi folosit mai departe pentru a obține 

informații utile de diagnostic, cum ar fi extragerea proiecției lumenului (dezvoltare plană de-a 

lungul unei artere). Propunem o extracție automată a liniei centrale coronariene din angiografia 

tomografiei computerizate cardiace, prin crearea unei versiuni 3D a arhitecturii U-Net, 

antrenată cu o funcție de pierdere nouă și cu patch-uri augmentate. Am obținut rezultate 

promițătoare în ceea ce privește acuratețea (între 90-95%) și suprapunerea (între 90-94%) cu 

diferite configurații de antrenament ale rețelei pe datele din benchmark-ul Rotterdam de 

extragere a liniei centrale a arterelor coronariene. De asemenea, am demonstrat capacitatea 

rețelei propuse de a învăța, în ciuda debalansării imense între cele două clase și a adnotării rare 

prezente în datele de antrenament. 

 

Capitolul 1 
 

În acest capitol descriem metoda de compresie de imagini de ultimă generație numită 

PAQ8PX, și introducem un nou algoritm pentru învățarea automată continuă. Am adaptat 

implementarea metodei propuse, integrând-o cu PAQ8PX, ceea ce a dus la un model mai bun 

de predicție pentru imagini în tonuri de gri. Am testat implementarea și am obținut îmbunătățiri 

pentru patru seturi de date din trei benchmark-uri diferite. Cercetarea a fost publicată în [2]. 

PAQ este o serie de programe experimentale de compresie fără pierderi a datelor, care 

vizează cel mai bun raport de compresie în defavoarea dimensiunii resurselor de calcul și fără 

păstrarea compatibilității cu versiunile mai vechi. Comprimarea unui fișier trece prin 4 etape 



principale: preprocesare, predicția modelului, combinarea contextuală, și rafinarea 

probabilităților. PAQ include modelarea contextului pentru multe tipuri de date, inclusiv 

imagini. Contextele sunt definite folosind modelare specifică, care include modelarea directă, 

modelarea indirectă și modelarea regresiei liniare. Predicțiile de probabilitate din modelele 

contextuale sunt convertite într-o singură predicție folosind combinarea contextuală, care este 

un caz particular al unei rețele neuronale de tipul Gated Linear Network. Rezultatul combinării 

este apoi rafinat printr-o rețea de funcții de transfer adaptive. 

Metoda propusă pentru îmbunătățirea metodei de predicție a probabilității este inspirată 

din Ensemble learning, iar ideea din spatele algoritmului este de a codifica probabilitățile într-

o structură asemănătoare unei memorii. Pentru toleranță la zgomot, nu toate intrările ar trebui 

să găsească o potrivire în memorie. 

  În scopul modelării contextelor pentru prezicerea fiecărui bit individual al pixelilor, 

alegem o metodă simplă: folosim raze în patru direcții cu diferite lungimi și derivatele 

cuantizate de-a lungul acestora. Obținem o valoare din memorie pentru fiecare context. Facem 

apoi media tuturor valorilor obținute, apoi convertim media într-o probabilitate folosind funcția 

sigmoidă. Pentru actualizarea valorilor din memorie, folosim reinforcement learning. Deoarece 

nu cunoaștem adevărata valoare a probabilității ca un bit să fie 0 sau 1 într-un context dat, nu 

putem folosi învățarea supervizată (supervised learning). Propagăm înapoi rezultatul binar prin 

rețea și încercăm să minimizăm pierderea logistică cumulativă într-o manieră continuă. 

Pierderea pătratică poate fi, de asemenea, utilizată, dar încercăm să minimizăm spațiul de 

codare irosit. Pentru a transmite informațiile de combinare nodurilor ansamblului, propunem o 

funcție dublă de minimizare a obiectivului: în ceea ce privește ieșirea rețelei - eroarea globală, 

și în ceea ce privește ieșirea nodurilor individuale (predicții reziduale) - eroarea locală. Toate 

valorile corespunzătoare din memorie sunt apoi actualizate prin scăderea erorii lor locale și 

globale. În loc să actualizăm ponderile combinării, actualizăm direct valorile care contribuie la 

medie. Nu avem niciun strat adițional care să separe ponderile de context de probabilitățile de 

intrare, făcând diferită metoda propusă de algoritmul de combinare contextuală. 

Algoritmul nu face nici o presupunere asupra unui mod de a structura memoria. Nu 

restricționăm accesul la memorie la o schemă precisă, ci sugerăm trei abordări: căutare simplă, 

căutare etichetată și căutare locală. 

Am implementat un program pentru evaluarea îmbunătățirilor de compresie a datelor 

pentru pixeli individuali pe mecanismul de predicție PAQ8PX. Programul primește ca intrare 

două matrici provenind din două versiuni diferite de predictor, matrici care reprezintă costul de 

codare pentru fiecare bit al fluxului de intrare. Costul pentru fiecare grup de 8 biți consecutivi 

(sau 24 de biți pentru imaginile color) poate fi convertit la o singură valoare și limitat la 

intervalul 0-255 pentru a crea o matrice de pierdere la nivel de pixel pentru o versiune a 

predictorului. Funcția de conversie poate fi ajustată pentru a sublinia diferitele aspecte ale 

predicției și, astfel, ajută la estimarea câștigurilor potențiale în cazul în care se schimbă 

parametrii modelului. Programul furnizează și alte informații utile, cum ar fi de câte ori un 

predictor a avut o pierdere mai bună și de câte ori un predictor a avut o pierdere mai bună pe o 

anumită poziție a bitului în pixel. 

Pentru a testa eficiența algoritmului, am aplicat versiunea extinsă a algoritmului PAQ8PX 

cu memoria contextuală pe patru seturi de test. Prezentăm rezultatele pentru toate imaginile din 

seturile de date pentru a demonstra că nu am ajustat algoritmul doar la câteva imagini selectate. 

Imaginile sunt comprimate individual (nu într-o arhivă solidă) pentru a preveni reutilizarea 

corelațiilor. 

Contribuția principală a acestui capitol este un algoritm agnostic de aplicație pentru 

prezicerea probabilităților pe baza informațiilor contextuale disponibile, cu învățarea realizată 

într-o manieră continuă. Utilitatea algoritmului este demonstrată prin integrarea acestuia cu 

algoritmul PAQ8PX și testarea acestuia pe mai multe benchmark-uri de compresie de imaginii. 

Rezultatele arată o îmbunătățire generală a raportului de compresie pentru toate seturile de date 

fără a avea caracteristici particularizate datelor. O diferență importantă față de algoritmii 

existenți de Ensemble learning este că, în algoritmul nostru, presupunem că diferite contexte se 



 

 

aplică împreună și predicția finală beneficiază de sinergia predicțiilor reziduale, spre deosebire 

de ansamblurile care pleacă de la ipoteza independenței constituenților. 

 

Capitolul 2 

 

În acest capitol generalizam algoritmul pentru învățarea automată descris în capitolul 

anterior, care stă la bază pentru diferite aplicații. Oferim o descriere a algoritmului și subliniem 

diferențele implementărilor testate. Pentru a dovedi eficacitatea, am aplicat și testat algoritmul 

pe un benchmark de detectare a conturului obiectelor din imagini. Până în prezent, algoritmul 

a fost aplicat doar pentru imagini 2D. Cercetarea a fost publicată în [3]. 

Detectarea conturului imaginilor a fost subiect de cercetare de mai mulți ani, cu lucrări 

publicate încă din 1975 [4]. De atunci, un număr mare de tehnici au fost abordate, vizând diferite 

aspecte ale detectării marginilor obiectelor, cum ar fi contururile închise, percepția 

asemănătoare cu a omului, sau detectarea rapidă. Berkeley Computer Vision Group oferă un 

benchmark public pentru detectarea conturului și segmentarea imaginilor. Performanța este 

evaluată prin măsurarea preciziei și a recall-ului și combinarea acestora prin media armonică 

într-un scor F1 (măsură F). 

Modelarea contextuală descrie modul în care informațiile de context sunt structurate și 

menținute. În funcție de problemă, sunt utile diferite tipuri de contexte discriminatoare. 

Contextul local se referă la aspectul datelor examinate, spre deosebire de valoarea contextului, 

care reprezintă valoarea numerică a acelui context. Valoarea contextului va fi utilizată pentru 

accesarea structurii memoriei. Memoria ia o valoare de context ca intrare și scoate o valoare 

utilizată pentru calcularea probabilității de ieșire a apartenenței la o anumită clasă. 

Atunci când se discută despre detectarea conturului și se descrie dacă un pixel aparține 

sau nu unei margini, unul din cele mai importante aspecte care trebuie luate în considerare este 

cel al pixelilor vecini. Putem defini contexte ca raze, pornind de la pixelul focalizat și mergând 

în linie dreaptă într-o direcție dată. Razele sunt definite prin direcție și lungime. 

Extindem tehnica de predicție introdusă în capitolul 1 cu o funcție de transfer adaptivă 

pentru a rafina rezultatul. Funcția de transfer adaptivă, numită și estimarea secundară a 

simbolului, este utilizată pentru a ajusta fin o probabilitate și funcționează în felul următor: se 

selectează un set de puncte de interpolare în funcție de o valoare contextuală, se găsesc cele 

două puncte index între care cade valoarea de intrare, apoi se emite probabilitatea ca medie 

ponderată a celor două valori ale celor două puncte, unde ponderea este selectată de distanța 

valorii de intrare față de cele două puncte. 

Pentru cazul detectării muchiilor, putem utiliza atât Reinforcement Learning, folosind 

clasa adevărată ca valoare de zero sau unu, cât și învățarea supervizată, folosind probabilitatea 

ca pixelul să fie selectat ca parte a clasei adevărate dintr-o marcare a unui utilizator din mai 

mulți posibili. Eroarea globală este calculată folosind probabilitatea finală care a fost rafinată 

de funcția de transfer adaptivă. Acest lucru nu este obligatoriu, dar testele noastre arată rezultate 

mai bune atunci când este utilizată probabilitatea rafinată. Acest lucru poate fi văzut ca 

permiterea modelului să învețe ceva care poate fi corectat. 

Ca o optimizare pentru toate cele trei tipuri de memorie, dacă funcția de transfer adaptivă 

este proiectată să extindă spațiul probabilității înainte de cuantizare, cei doi pași care restrâng 

spațiul (după aplicarea mediei) și apoi care îl extind (înainte de cuantizare) se anulează reciproc, 

ceea ce înseamnă că cele două operații care sunt destul de costisitoare computațional pot fi 

omise, iar valoarea de intrare este cuantizată direct. Faza de antrenament a memoriei duce la 

dependențe de date între rulări succesive. Dependențele provin din accesarea acelorași locații 

de memorie și, de asemenea, din accesarea funcției de transfer. Cu toate acestea, există loc de 

îmbunătățire. De exemplu, calculul valorilor contextelor poate fi complet paralelizat. În funcție 

de tipul de memorie utilizat, locațiile din memorie pot fi, de asemenea, calculate în paralel. În 

faza de testare, nu mai exista dependențe de citire după scriere, astfel încât întregul proces poate 

fi rulat în paralel. 



Am aplicat algoritmul de memorie contextuală pentru un program detector de contur. 

Când se analizează imagini bidimensionale, imaginile color au mai multe straturi descrise de 

spațiul culorilor RGB. Prin urmare, trei straturi sunt intrare pentru algoritm. Aceste straturi sunt 

preprocesate folosind un lanț de preprocesoare. Am folosit un filtru Gauss pentru eliminarea 

zgomotului din imaginile de intrare. Aceasta ia straturile RGB originale ca intrare și produce o 

imagine cu trei straturi. Am folosit un filtru de dimensiune 5 și o valoare sigma de 1,4. 

Deoarece algoritmul nu face nicio presupunere a datelor din spatele contextelor, poate fi 

benefic să includem transformări ale straturilor de culoare. Rezultatul acestor transformări 

devine, la fel ca și celelalte straturi, intrare a algoritmului. Am folosit filtrul Sobel, algoritmul 

de detectare a muchiilor Canny, și un algoritm de detectare a muchiilor Kirsch ca și intrare, 

algoritmi care folosesc canale de culoare și produc un alt strat. Acest lucru face ca imaginea de 

intrare finală să aibă trei sau mai multe straturi. Având un strat Canny sau orice detector de 

contur ca intrare este echivalent cu adăugarea în model de cunoștințe specifice domeniului. 

Arhitectura cu un singur strat ia o imagine preprocesată ca intrare și folosește un set dat 

de canale de culoare pentru a calcula o imagine de ieșire care constă dintr-o singură imagine în 

tonuri de gri în care pixelii reprezintă probabilitatea ca poziția din imaginea originală să aparțină 

unui contur. Arhitectura cu un singur strat combinată cu razele simple ca și contexte nu ia în 

considerare informațiile despre conturul păstrat la fel la diferite niveluri de scalare. Pentru a 

rezolva problema scalării, arhitectura multistrat se comportă în acest fel: se ia imaginea 

originală, se aplică procesarea, se obține o ieșire; apoi se ia imaginea originală, se 

redimensionează, se aplică procesarea, se adăugă rezultatul obținut anterior ca strat, și se 

folosește ca intrare pentru algoritm. Dacă se decide separarea memoriei utilizate de algoritm la 

diferite nivele de redimensionare, avem o arhitectură multistrat. Fiecare strat este antrenat 

separat începând de la cea mai mare imagine și mergând spre imagini de dimensiune mică. Un 

strat al algoritmului poate avea o configurație diferită de celelalte straturi, cu diverse opțiuni 

care includ lungimea celei mai lungi raze, preprocesarea efectuată, dimensiunea memoriei și 

altele. Rezultatul arhitecturii multistrat este un set de imagini în tonuri de gri de diferite 

dimensiuni, care se numesc ieșiri reziduale. Aceste ieșiri reziduale sunt apoi combinate 

(amestecate) folosind un strat de regresie logistică pentru a forma o singură imagine. Înainte de 

combinare, imaginile sunt redimensionate pentru a avea toate aceeași dimensiune. Ponderile 

stratului de regresie logistică sunt de asemenea calculate folosind același set de antrenament. 

Înainte de a calcula scorul pentru benchmark, imaginile ieșire sunt supuse unei tehnici de 

suprimare non-maxime și, ulterior, unei subțieri de margine. Benchmark-ul oferă un instrument 

de evaluare care are o căutare automată în spațiul pragului de binarizare, astfel încât utilizatorul 

să poată lăsa imagini în tonuri de gri în loc să facă el însuși binarizarea. 

Rezultatele experimentale arată că învățarea este orientată spre a nu-și asuma niciun risc, 

deoarece scorul F1 mai bun este atins în setările de prag de binarizare scăzut. Pentru a obține 

un scor F1 mai bun, trebuie luată în considerare echilibrarea procentului de exemple aparținând 

unei clase atunci când se aplică funcția de pierdere. 

Prezentăm încă o comparație analitică folosind măsura Cross-Entropy. Dacă avem două 

distribuții de probabilitate, putem măsura numărul de biți necesari pentru a identifica un 

eveniment extras dintr-o mulțime dacă o schemă de codificare este utilizată cu o distribuție de 

probabilitate diferită de distribuția adevărată a mulțimii. Deoarece intensitățile pixelilor din 

imaginile rezultate pot fi modelate ca probabilitate ca un pixel să aparțină unei margini, putem 

măsura entropia încrucișată pentru imaginile de ieșire. Arătăm o comparație cu algoritmul 

Canny pentru primele 50 de imagini din setul de testare al benchmark-ului. 

Contribuția principală a acestui capitol este un algoritm agnostic de aplicație pentru 

predicția probabilității că un pixel aparține unei clase sau alteia, predicție făcută pe baza 

informațiilor contextuale disponibile, unde învățarea se poate face într-o singură trecere peste 

datele de antrenament. Mai mult decât atât, nu se impune nicio constrângere asupra modului de 

alegere sau modelare a contextului. De asemenea, este posibilă integrarea algoritmului în 

structuri mai mari de învățare și predicție, având cerințe scăzute referitoare la informațiile 

necesare pentru antrenament. 



 

 

 

Capitolul 3 
 

În acest capitol este propus un algoritm de învățare automată pentru extragerea liniei 

centrale a vaselor de sânge coronariene, care utilizează o adaptare 3D a arhitecturii U-NET care 

generează probabilitatea ca fiecare voxel (volume pixel) al unui volum complet să fie parte a 

liniei centrale a unui vas de sânge. De asemenea, pe baza unei revizuiri extinse a literaturii 

actuale, a fost propusă o funcție de pierdere adaptată pentru a gestiona adnotările rare, ceea ce 

înseamnă că nu toate liniile centrale sunt marcate în setul de date, și al dezechilibrului de clasă, 

deoarece foarte puțini voxeli dintr-un întreg volum aparțin unei linii centrale. Cercetarea a fost 

publicată în [1] și [5]. 

Liniile centrale ale unui vas de sânge pot fi extrase fie printr-o segmentare și apoi un 

algoritm de subțiere, fie prin urmărire directă. Liniile centrale extrase pot servi drept intrare 

pentru algoritmii de urmărire pentru segmentarea întregului arbore coronarian. 

Ideea pentru crearea unei rețele 3D U-Net a fost construită pe observarea rezultatelor 

rețelelor U-Net convoluționale pentru segmentarea imaginilor biomedicale [6], care permite 

unei rețele neuronale complet convoluționale să ofere o bună segmentare chiar și atunci când 

este antrenată cu un mic set de date pentru antrenament. 

Structura rețelei de acest tip urmează doi pași importanți, similari cu o rețea de tipul 

Autoencoder. Primul pas este contracția, unde sunt aplicate pe datele de intrare runde 

consecutive de două convoluții și apoi o operație max pooling pentru a reduce dimensiunea 

ieșirii. Pentru fiecare rundă, numărul de filtre pentru convoluție este dublat iar dimensiunea 

ieșirii față de intrare este înjumătățită. Stratul inferior va avea cele mai multe filtre, dar va fi și 

cel mai mic ca dimensiune. Scopul său este de a învăța o reprezentare codificată a ceea ce 

trebuie segmentat. Convoluția cu nuclee de 3x3x3 înseamnă că se va pierde un pixel din toate 

marginile volumelor de intrare. Pentru a elimina această problemă, s-a folosit procesul de 

padding. Al doilea pas este extinderea. Începând cu stratul inferior, se aplică runde succesive 

de upsampling, concatenare și două convoluții (de asemenea, cu padding). Procesul de 

upsampling redimensionează vectorul de caracteristici. Împreună cu informațiile provenite prin 

concatenarea intrării de aceeași dimensiune din pasul contracției, cele două convoluții pot 

reconstrui imaginea în dimensiunea sa originală. După ultima expansiune, se aplică o altă 

convoluție cu numărul de nuclee egal cu numărul de caracteristici de extras. Deoarece extracția 

liniei centrale vizează segmentarea binară, a fost necesar doar un ultim strat de neuroni cu 

funcție de activare sigmoidă. Funcția de pierdere este aleasă astfel încât segmentarea să se 

comporte ca o funcție de clasificare la nivel de voxel. 

Cantitatea limitată de memorie video face imposibilă utilizarea ca intrare pentru o rețea 

neurală a unui întreg volum CT. În imaginile 2D, dimensiunea memoriei nu este o problemă, 

chiar și atunci când se lucrează cu loturi mari. Prima abordare a fost de a redimensiona volumele 

(și volumul cu valoarea de adevăr) la un volum care ar fi suficient de mic pentru a se potrivi în 

memoria plăcii video. Cu toate acestea, pierderea de precizie la redimensionarea la mărimea 

originală a făcut rezultatul inutil pentru segmentarea liniilor centrale care sunt prin natura lor 

subțiri. Antrenarea modelului folosind redimensionarea a ridicat și probleme cu setul de date 

care era prea mic. A doua abordare propusă a fost de a împărți volumele în patch-uri, tăind doar 

părți mici din volum (și valoare de adevăr) pentru intrarea în rețea. Această metodă nu are 

niciunul dintre dezavantajele celei propuse anterior, dar introduce una diferită: lipsa întregului 

context. Prin urmare, se ajunge la un compromis între creșterea dimensiunii patch-urilor, astfel 

încât informațiile contextuale disponibile pentru model să fie suficiente pentru  o predicție bună, 

și dimensiunea modelului, astfel încât modelul să fie suficient de mare pentru a capta corelațiile 

cu privire la locul unde se află poziționată linia centrală și că aceasta este continuă și poate 

traversa patch-urile. Pentru a genera segmentarea completă, soluția utilizată a fost împărțirea 

intrării în blocuri de forma patch-ului, trecerea fiecărui bloc prin model și recombinarea 

predicțiilor într-un volum 3D complet. 



Pentru ajustarea treptată a ponderilor modelului în timpul antrenamentului este necesară 

o funcție de pierdere care ar trebui aleasă pentru a cuantifica cât și în ce direcție se ajustează 

parametrii, astfel încât, la următoarea iterație, ieșirile să fie mai aproape de obiectiv. Niciuna 

dintre numeroasele funcții de pierdere propuse în literatura științifică nu se potrivește cu 

specificul setului nostru de date. Este necesară o funcție care să funcționeze cu linii centrale rar 

adnotate, ceea ce înseamnă că exemplele ar putea fi contradictorii și, în același timp, cu un 

imens dezechilibru de clasă. Introducem o funcție de pierdere care este o combinație între 

pierderea focală și o pierdere prin suprapunere, combinând astfel o funcție de pierdere locală 

cu una globală. 

Pentru a testa implementarea rețelei neuronale propuse, folosim setul de date din cadrul 

benchmark-ului Rotterdam [7]. Acest benchmark are ca scop evaluarea algoritmilor pentru 

extragerea liniei centrale din datele angio CT. Setul de date este împărțit într-un set de 

antrenament și un set de testare. Setul de antrenament este format din 8 imagini volumetrice, 

iar setul de testare este format din 24 de imagini volumetrice. Fiecare volum conține patru linii 

centrale, fiecare conținând încă patru puncte de referință. Imaginile setului de antrenament 

conțin în plus valoarea de adevăr a segmentării sub forma unui fișier de referință pentru vasele 

de sânge țintă. Acest lucru îl face dificil pentru algoritmii de învățare supervizați, deoarece 

multe dintre vasele de sânge nu sunt raportate ca parte a segmentării. Cele 8 volume de intrare 

segmentate au fost împărțite într-un set de antrenament cu șapte volume și un set de validare cu 

volumul rămas, lăsând un volum în afară, de aceea a fost utilizată validarea holdout. Deși 

numărul este mic, utilizarea patch-urilor augmentate ajută la reducerea problemei unui set de 

date foarte mic. 

Modelele au fost antrenate și testate pe un NVIDIA GeForce GTX 1060 cu 6 GB VRAM. 

Timpul de antrenare a fost măsurat la aproximativ 8 ore pe placa video menționată anterior. 

Timpul de predicție și procesare pentru o intrare de dimensiunea patch-ului variază între 400ms 

și 600ms, în funcție de dimensiunea patch-ului și dimensiunea modelului. Pentru un volum 

complet, acest timp este înmulțit cu numărul de patch-uri care compun un volum. La 

aproximativ 80 de patch-uri și 500ms pe patch, ieșirea completă este calculată în aproximativ 

40 de secunde. Combinarea patch-urilor și post-procesarea pentru salvarea rezultatului sunt 

neglijabile ca și timp. Timpul de antrenament face ca explorarea spațiului hiperparametrilor 

modelului să fie o operație costisitoare, și se pot realiza configurații mai bune prin integrarea 

algoritmului în platforme de explorare automată a spațiului hiperparametrilor. Spațiul de 

căutare trebuie definit mai rigid, iar parametrii propuși aici sunt un început bun. 

Urmărind formatul fișierului de referință, am creat un instrument pentru a genera o mască 

volumetrică pentru fiecare imagine de intrare a setului de antrenament, care servește drept 

volum de adevăr în algoritmul de învățare supervizat. Instrumentul poate fi parametrizat pentru 

a specifica lățimea în voxeli a liniei centrale. 

Antrenarea rețelei cu arhitectura propusă a fost realizată cu diferite configurații pentru 

următorii parametri: dimensiunea patch-ului de intrare, reducerea numărului de neuroni în 

nuclee, dimensiunea lotului, folosirea sau nu a patch-urilor fără nici un singur voxel marcat ca 

fiind linie centrală. Constrângerea dură aplicată parametrilor este dată de cantitatea limitată de 

memorie a plăcii video. Un exemplu de constrângere: dacă dimensiunea patch-ului de intrare a 

fost mărită, dimensiunea lotului sau a numărului de nuclee convoluționale din straturi trebuie 

redus. 

Platforma Batchgenerators [8] a fost utilizată deoarece a furnizat o gamă largă de 

transformări și include augmentarea spațială, potrivită pentru datele de intrare 3D. Patch-urile 

au fost augmentate cu transformări spațiale, transformări de culoare, transformări de zgomot. 

Doar transformările spațiale sunt aplicate, cu aceiași parametri, volumului de adevăr. Fără 

augmentări, setul de date a fost prea mic pentru ca antrenamentul să fie convergent. 

Noțiunea clasică a epocii, în care epoca înseamnă o trecere peste întregul set de date de 

antrenament, nu se va mai aplica atunci când se lucrează cu patch-uri tăiate aleatoriu. Termenul 

epocă este definit aici prin înmulțirea numărului de volume din setul de antrenament cu cea mai 

mare dimensiune a volumului de intrare și apoi împărțită pe fiecare axă cu dimensiunea 



 

 

corespunzătoare a patch-ului, și rezultatul împărțit la dimensiunea lotului. Rezultatele sunt 

raportate pentru diferite epoci,  în funcție de diferitele dimensiuni ale patch-urilor de intrare. 

Pentru setul de date de antrenament, valorile pentru o epocă sunt calculate ca medie pe toate 

patch-urile de intrare. Pentru setul de date de validare, valorile pentru o epocă sunt calculate 

prin asamblarea întregului volum din patch-urile de ieșire și compararea acestuia cu întregul 

volum de adevăr. Rezultatele sunt prezentate sub forma unei perechi de precizie binară și 

suprapunere. Este prezentată și validarea vizuală pentru volumele de ieșire. 

Contribuția principală a acestui capitol este implementarea unui U-Net 3D, adecvat pentru 

segmentarea liniei centrale a arterelor coronariene. Arhitectura are la bază o rețea neuronala U-

Net 2D, concepută inițial pentru segmentarea vaselor retinei, și dezvoltarea unei versiuni 3D 

capabilă să segmenteze cu precizie de voxel. Am creat o nouă funcție de pierdere concepută 

pentru a combate două probleme simultane, de obicei legate de segmentarea medicală 

volumetrică: dezechilibrul imens de clasă și adnotare rară. Fără această funcție de pierdere, 

convergența antrenării modelului nu a fost garantată chiar și atunci când se utilizează intrări 

augmentate. Am demonstrat convergența antrenamentului utilizând o a doua funcție de 

pierdere, începând cu o rețea preantrenată cu funcția de pierdere propusă. Fără pregătire, 

antrenamentul direct cu cea de-a doua funcție de pierdere nu ar converge. 
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